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ALGORITMOS ESPECTRAIS DE AGRUPAMENTO EM REDES SOCIAIS DE COAUTORIA
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O uso de autovalores e autovetores de matrizes associadas a grafos tem se mostrado
atil para extrair informacgdes topoldgicas de redes. O presente estudo visa a aplicacdo de
algoritmos baseados nos autovetores das matrizes laplaciana e laplaciana sem sinal de grafos
para identificar agrupamentos em redes de coautoria. Os experimentos computacionais foram
realizados com as redes de coautoria produzidas a partir do sitio do DataBase systems and
Logic Programming (DBLP), base de dados que contém diversas publicacbes da area da
Ciéncia da Computacdo nos principais periodicos da area desde 1932. Diversas redes de
coautoria foram geradas a partir do DBLP em diferentes periodos de tempo com a finalidade de
testar os agrupamentos espectrais e identificar as formacdes de grupos de pesquisa. A
qualidade dos resultados obtidos foi avaliada de acordo com a medida de modularidade e, nos
casos testados, os métodos espectrais tiveram melhor desempenho que um algoritmo classico
de agrupamento da literatura.
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The use of eigenvalues and eigenvectors of matrices associated with graphs are useful
for extracting topological information networks. The present study aims to apply algorithms
based on the eigenvectors of the Laplacian and signless Laplacian matrices of graphs to
identify clusters of co-authorship networks. The computational experiments were carried out
with the co-authorship networks produced from the site of the DataBase Systems and Logic
Programming (DBLP), a database that contains several publications from the field of Computer
Science in the major journals since 1932. Several co-authorship networks were generated from
the DBLP at different periods of time in order to test the spectral clusters and identify the
structure of research groups. The quality of the results was evaluated according to the measure
of modularity and, in the cases tested, the spectral methods performed better than a classical
clustering algorithm in the literature.
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Capitulo I - Introducéao

O estudo da formagdo de comunidades em diferentes redes é importante, pois permite
a identificagdo de grupos com comportamentos semelhantes e relagbes de proximidade entre
alguns dos vértices, o que sugere relacbes de parceria entre pesquisadores, empresas,
amizades; e também ajuda na deteccdo das principais areas de pesquisa em uma rede
cientifica ou comportamentos de compras de clientes em sites, por exemplo. Para essas
analises sdo utilizadas medidas de proximidade e algoritmos que identificam os nés que
apresentam caracteristicas mais similares, agrupando-os em um mesmo cluster, e busca
separar aqueles com dissimilaridades entre si.

Existem diversos algoritmos apresentados na literatura que sdo utilizados com o
objetivo de agrupar dados de forma tal que represente bem sua estrutura e caracteristicas,
como o0 k-means, laplaciano espectral, DBSCAN - Density-based spatial clustering
(Agrupamentos baseado em densidade de regides conexas com alta densidade), métodos
baseados em grid, cadeias de Markov, PageRank, SVM (Support Vector Machine) entre outros
(DING et al.,, 2001; FORTUNATO, 2010; GIRVAN; NEWMAN, 2002; HAN; KAMBER; PElI,
2012; KERNIGHAN; LIN, 1970; LIU; STEWART, 2011; NEWMAN, 2004b; SCHAEFFER, 2007;
WU et al., 2008).

O agrupamento de dados tem sido aplicado em diferentes areas como biologia (CHEN;
YUAN, 2006; JIANG; SINGH, 2010), mercado de acbes (BOGINSKI; BUTENKO; PARDALOS,
2006), segmentacdo de imagens (SHI; MALIK, 2000) e redes sociais (DUAN et al.,, 2012;
KRINGS et al., 2009; NEWMAN, 2001; RICHARDSON; MUCHA; PORTER, 2009).

Com os avang¢os computacionais ocorridos nas Ultimas décadas, os quais permitiram o
aumento da capacidade de memoria dos computadores e melhorias no desempenho dos
softwares, tornou-se possivel o armazenamento de uma quantidade maior de informacdes. E,
com isso, houve o aparecimento de diversas bases de dados, criando uma necessidade para
desenvolvimento e uso de técnicas e ferramentas que facilitem o seu manuseio e permitam a
geracgdo de algum conhecimento util para estudos das areas das quais sao originarios.

Existem bases com dados diversos, como informacdes de compras pela Internet, as
guais auxiliam os sites a conhecerem os gostos dos seus clientes e seus padrdes de compras;
dados das bolsas de valores, que permitem uma analise do comportamento das a¢des e se ha
correlacdes entre acdes de diferentes empresas; dados de buscas na Internet, através dos
quais os motores de buscas podem indicar assuntos para os usuarios de acordo com seu
historico. Além desses, dados de redes sociais, como Facebook, MySpace, sites de
compartilhamento de informacdes, sdo importantes fontes de informagdo sobre seus usuarios.

Outras bases importantes sdo aquelas relacionadas a publicacdes cientificas que trazem dados



sobre os pesquisadores, temas de pesquisas, entre outros, o que contribui para avancos e
maior rapidez na busca de artigos, livros e outras publicacdes.

Com isso, muitas técnicas tém evoluido ao longo dos anos, possibilitando a andlise dos
dados, identificagcdo de possiveis padrdes, classificacdo e deteccdo de agrupamentos, entre
outras. Além de permitirem a retirada de conhecimento com valor adicionado, mesmo de uma
base que, inicialmente, aparentava ter apenas dados soltos e com pouco sentido.

Uma maneira de representar essa grande quantidade de dados é através do uso da
Teoria de Grafos e Andlise de Redes Sociais. Muitos problemas reais podem ser modelados
através desses diagramas, chamados de grafos ou redes, os quais utilizam pontos (ou vértices)
conectados por linhas (ou arestas). Alguns exemplos de situacdes reais sdo grupos de
contatos, em que 0s vértices representam pessoas e as arestas sdo as relagdes estabelecidas
entre elas, que podem ser de emprego, amizade, interesses em comum, grupos de pesquisa,
etc.

A Andlise de Redes Sociais (ARS) apresenta grande importancia em estudos de redes
diversas em que se busca detectar e analisar as diferentes caracteristicas desses pontos e as
relacdes estabelecidas entre eles. E, para isso, a ARS utiliza a Teoria dos Grafos que permite a
quantificacdo de certas medidas verificadas na rede, como o grau dos vértices, densidade da
rede, entre outras. Além dessas medidas, outras analises podem ser feitas relacionadas a
modelos probabilisticos, como o estudo de redes livres de escala, a identificacdo da hipétese
de mundo pequeno e a deteccdo de agrupamentos ou formacédo de comunidades.

A Teoria Espectral de Grafos utiliza os autovalores e autovetores de matrizes
associadas a grafos para obtencdo de propriedades topoldgicas das redes. Optou-se, nessa
dissertacdo, por usar o algoritmo espectral empregando-se as matrizes Laplaciana e
Laplaciana sem sinal. Como no problema de agrupamento dos dados busca-se agrupar
agueles com maior similaridade, em uma rede de autores, dentro dos grupos formados deve
existir o maior numero possivel de liga¢cdes, e o minimo possivel de arestas entre grupos.
Assim, para o uso da matriz Laplaciana, utilizou-se o vetor de Fiedler, autovetor associado ao
segundo menor autovalor da matriz, para ser o vetor de corte dos dados, pois este vetor divide
0 conjunto de dados em dois grupos de forma a minimizar o nimero de arestas entre os
grupos, ou seja, minimizar o tamanho do corte. E para a matriz Laplaciana sem sinal foi
utilizado o autovetor associado ao seu segundo maior autovalor, pois 0 uso dessa matriz busca
maximizar a coesao dentro dos grupos, de forma que haja o maior nimero possivel de ligacbes
entre os vértices do mesmo cluster.

Um exemplo de uma grande base de dados que conta com mais de dois milhdes de
publicacBes na area de ciéncias da computacdo, e que foi utilizada neste estudo, é a Digital
Bibliography & Library Project (DBLP, 2014). Essa base de dados contém informacgfes

bibliograficas sobre os principais periédicos, publicacdes em conferéncias, teses e livros da



area de Ciéncia da Computacgdo, desde o ano de 1936 até os dias de hoje. Além das redes
extraidas dessa base de dados, seréo utilizadas outras trés redes de coautoria retiradas da
literatura: redes de pesquisadores do CNPq, rede de autores que publicaram sobre Andlise do
Ciclo de Vida e rede de pesquisadores que publicaram na Revista Quimica Nova.

.1 Trabalhos relacionados

Diversos trabalhos tém sido realizados sobre redes de coautoria, como elas se
comportam, andlises relacionadas a autores individualmente, os papéis desempenhados pelos
cientistas nas redes, a comunicac¢ao entre diferentes grupos, e esses estudos utilizam redes de
diferentes areas, como Medicina, Matematica, Fisica, Conferéncia, entre outros. Alguns desses
trabalhos buscam analisar as relagdes de colaboracgéo entre autores de uma determinada rede,
como eles se relacionam entre si e suas medidas de centralidade, como o estudo feito por
CHEONG e CORBITT (20009).

BARABASI et al. (2002) utiliza algumas métricas, os conceitos de mundo pequeno e leis
de poténcia para avaliar a evolu¢cdo de uma rede em um periodo de tempo determinado, como
se comporta e os resultados que variam de acordo com o tempo. TOMASSINI e LUTHI (2007)
também estudaram a evolugdo de uma rede, eles utilizaram dados desde a formacgao de uma
rede de pesquisadores de programacdo genética até um periodo de 20 anos de sua
concepcao, analisaram a formacdo da componente gigante, a distribuicdo de graus, coeficiente
de clusterizacdo e distancias, os quais possuem valores que sdo dependentes do tempo.
GROSSMAN (2002) publicou um estudo sobre a evolu¢cdo de uma rede de colaboragdo em
pesquisa de matematica, foram feitas analises estatisticas relacionadas a distribuicdo de graus
dos vértices e avaliada a mudanca na colaboracdo entre os pesquisadores com o tempo,
verificando-se o numero de artigos, autores, média de autores por artigo, nimero de artigos
feitos em coautoria, etc. Esses trabalhos demonstram resultados interessantes, visto que
poucos estudos fazem essa comparagéo da rede durante um intervalo de tempo.

No presente estudo, entretanto, como o principal objetivo é o emprego de algoritmos de
agrupamento, foram realizadas apenas algumas analises nas redes escolhidas. Dentre elas
estdo medidas de centralidade, coeséo, verificacdo de lei de poténcia e identificacdo dos
autores mais centrais nos maiores clusteres, porém de nao foi feita uma investigacdo mais
aprofundada no comportamento das redes com o0 tempo e investigacdes relacionadas a
prospecc¢ao tecnolégica, estudos que poderédo ser feitos posteriormente.

Outros trabalhos tem o foco voltado para agrupamento em redes, como o de GIRVAN e
NEWMAN (2002) em que os autores propde um algoritmo para a detec¢do de comunidades em
redes, empregando-o em duas redes: de coautoria e em uma rede que representa uma teia
alimentar de organismos marinhos. Esse algoritmo utiliza a intermediacdo de arestas para

identificar as comunidades, removendo as arestas com maior valor de intermediagéao.



LUXBURG (2006) e HAGEN e KAHNG (1992) propuseram o uso de algoritmos espectrais com
a matriz Laplaciana e utilizando o vetor de Fiedler. Porém nesses trabalhos foram utilizados
outros algoritmos para o particionamento da rede juntamente com o espectral. NEWMAN
(2006) propde um algoritmo espectral com a matriz de adjacéncia buscando maximizar a
modularidade para o agrupamento realizado. Ja ALPERT, KAHNG e YAO (1998) utilizam o
algoritmo espectral com multiplos autovetores.

O presente trabalho se diferencia daqueles citados acima, pois utiliza o algoritmo de
agrupamento espectral com a matriz Laplaciana sem sinal proposto teoricamente por LIU e
STEWART (2011) a partir das entradas do autovetor associado ao segundo maior autovalor
desta matriz e realiza uma comparacdo de desempenho com outros algoritmos ja conhecidos

na literatura.

[.2 Objetivos

O objetivo deste trabalho é utilizar o algoritmo espectral com as matrizes Laplaciana e
Laplaciana sem sinal para a identificacdo de agrupamento em redes sociais de coautoria,
comparando seus resultados com os obtidos por um algoritmo bastante utilizado na literatura,
tendo sido escolhido o k-means. O algoritmo Laplaciano espectral ja tem sido utilizado em
diversos artigos de agrupamento (DING et al., 2001; SPIELMAN, TENG, 1996; LUXBURG,
2006), porém o algoritmo utilizando a matriz Laplaciana sem sinal s6 foi visto no trabalho de
LIU e STEWART (2011). Todavia o agrupamento desses autores utilizou cadeias de Markov.
Com isso, vale ressaltar, que aplicacbes de autovetores da matriz Laplaciana sem sinal para
agrupamentos em redes é um tema ainda bastante incipiente na literatura, o que justifica o
desenvolvimento do tema. Neste trabalho, os algoritmos espectrais foram implementados e a
qualidade das particdes encontradas foi avaliada a partir da medida de modularidade. Outro
objetivo da dissertacdo € realizar analises de prospeccao tecnoldgica a partir dos grupos de

pesquisa identificados pelos algoritmos espectrais.

I.3 Metodologia

A metodologia deste trabalho considerou inicialmente a realizacdo de uma bateria de
testes dos algoritmos espectrais em redes geradas artificialmente, com tamanhos que variam
de aproximadamente 20 a 80 vértices, e os resultados obtidos foram comparados com um
modelo exato de Programacéao Linear Inteira (PLI) proposto por NASCIMENTO; TOLEDO; DE
CARVALHO (2010). Nos casos de redes maiores, onde o modelo de PLI ndo consegue gerar a
solucdo 6tima, fez-se uso da medida de qualidade denominada modularidade (NEWMAN,
2006), que mede a coesdo dentro dos grupos formados, para avaliar os resultados dos

algoritmos espectrais e k-means. Nestes casos, foram geradas 09 redes reais, 03 extraidas da



literatura e 06 a partir da base DBLP, com ndmero de vértices variando de 184 a 5065. Os
algoritmos espectrais foram implementados utilizando os softwares Matlab e OCTAVE e os
parametros de entrada dos algoritmos foram a matriz de adjacéncia da rede e o numero de
agrupamentos desejados.

O desenvolvimento do presente estudo pode ser entendido através das fases descritas

pela Figura I.1.

Definicdo do problema a ser estudado e
analise das redes

Determinacao dos algoritmos para
deteccaode comunidades— escolha do
-means e Laplaciano espectral

Implementag¢do dos algoritmos espectrais no
OCTAVE e uso da funcdo de k-means no
Matlab

Comparacao dos resultados dos
algoritmos espectrais e do uso de um
Modelo de Programacao Linear
implementado no XPRESS )

Emprego dos algoritmos k-means e
espectrais em nove redes de coautoria de
tamanhos variados

Comparac¢ao dos resultados das parti¢cdoes
geradas pelos algoritmos utilizando a
modularidade

I11T HLOHLI

Andlise de temas de pesquisa dos principais
autores das redes

Figura I.1 Fases de desenvolvimento do estudo
Fonte: Adaptado de TAHA (2007)

A primeira fase do trabalho foi a definicdo do problema a ser estudado. Dentre as
diferentes opcbBes de redes sociais existentes, escolheu-se trabalhar com as redes de
coautoria, buscando assim detectar grupos de autores que costumam publicar juntos e analisar

algumas caracteristicas presentes nessas redes. Foram utilizadas apenas redes conexas,



dessa forma dentre as redes escolhidas retirou-se a componente gigante de cada uma,
garantindo o estudo de uma boa parte da rede de forma que esta ndo possuisse mais do que
uma componente, ou seja, subgrupos ndo conectados. Apds a geracao de todas as redes
foram feitas algumas andlises relacionadas as suas caracteristicas, centralidade, coeséo,
verificacdo da hipotese de mundo pequeno e modelos probabilisticos. Para a realizagdo dessas
analises foram utilizados os softwares Pajek e Microsoft Excel, este ultimo principalmente para
a geracdo de graficos de leis de poténcia, e aquele para as demais medidas analisadas nas
redes, como graus, densidade, coeficiente de clusterizacdo, e outras.

A segunda etapa determinou os critérios de similaridade e a escolha dos algoritmos
para deteccdo de comunidades: o k-means e 0 espectral com uso das matrizes Laplaciana e
Laplaciana sem sinal. Destaca-se que o algoritmo espectral baseado na matriz Laplaciana é
bastante conhecido na literatura e tem diversas aplica¢cdes, enquanto o emprego da matriz
Laplaciana sem sinal para agrupamentos em redes foi encontrado somente no trabalho de LIU
e STEWART (2011), o que justifica o desenvolvimento do tema. Na terceira etapa foram
implementados os algoritmos espectrais no OCTAVE e modificada a fungéo k-means no Matlab
para facilitar o uso no trabalho.

Na quarta etapa foi realizada uma comparagdo entre os resultados dos algoritmos
espectrais, implementados no OCTAVE, com o Modelo de Programacéo Linear Inteira de
agrupamento proposto por NASCIMENTO; TOLEDO; DE CARVALHO (2010) e implementado
no XPRESS. Porém, como esse modelo apresenta um tempo muito alto para encontrar a
solucdo 6tima em redes com centenas de vértices, para esta etapa os algoritmos foram
aplicados em redes menores, com numero de vértices variando de 20 a 80. Foram geradas
cem redes aleatoriamente pelo software Pajek com as seguintes caracteristicas: livres de
escala, ndo direcionadas e com grau médio igual a dois.

Para o emprego dos algoritmos espectrais e k-means, foram selecionadas nove redes
de coautoria para analise e emprego dos algoritmos de agrupamento, trés dessas séo redes
retiradas da literatura: a rede de pesquisadores do CNPq com publicacbes relacionadas a
grafos (BARBOSA et al.,, 2011); a rede de pesquisadores com publicagBes relacionadas a
Andlise do Ciclo de Vida indexadas na base de dados ISI/Web of Knowledge (SOUZA,;
BARBASTEFANO, 2011); e a rede de pesquisadores com publicacdes na Revista Quimica
Nova (SOUZA; BARBASTEFANO; LIMA, 2012). As outras seis redes foram obtidas através da
base de dados Digital Bibliography & Library Project (DBLP, 2014). A Tabela I.1 apresenta as
redes utilizadas e o nimero de autores presente nas componentes conexas gigantes de cada

uma delas.



Tabela .1 Redes de coautoria utilizadas

Numero de
Redes
autores
@ CNPg 207
O
‘0 ACV 955
0&0
N .
WV Quimica Nova 2171
Rede | (1965 - 1994) 184
D Rede Il (1995-2001) 285
B Rede Ill (2002-2007) 1094
L Rede IV (1995-2007 ) 1895
P Rede V (2008-2013) 2680
Rede VI (1965-2013) 5065

Os experimentos computacionais consistiram de duas etapas. Na primeira etapa, foram
feitas diversas andlises das redes de coautoria relacionadas as suas caracteristicas,
centralidade, coesdo e modelos probabilisticos, apresentadas no Capitulo VICapitulo VI - . A
segunda etapa também foi dividida em duas partes:

a) Teste dos algoritmos espectrais em 100 redes geradas pelo software Pajek e

comparagdo com os resultados de um Modelo de Programagéo Linear Inteira;

b) Emprego dos algoritmos k-means e espectral nas nove redes de coautoria e

avaliacao dos resultados dos grupos gerados, utilizando modularidade.

Os algoritmos foram rodados com diferentes nameros de clusteres buscando-se
encontrar aquele que apresentasse a melhor solugdo. A rotina de célculo da medida de
gualidade modularidade foi obtida em Matlab no sitio da Strategic Engineering Research Group
(SERG, 2013). Para o calculo dessa medida foram utilizadas duas fun¢des: uma que a partir
dos arquivos de particAo separa 0s Vvértices em seus respectivos grupos, e outra que recebe
como entradas esses grupos e a matriz de distancia da rede, e através do seu valor pode-se
comparar qual algoritmo apresentou o melhor resultado.

O presente trabalho estd organizado da seguinte forma: o Capitulo Il aborda os
conceitos bésicos para o entendimento de grafos e suas principais caracteristicas, também
empregados na Analise de Redes Sociais. O Capitulo Il apresenta a definicdo de Analise de
Redes Sociais, seu emprego em diversas areas e algumas das medidas mais utilizadas para
avaliacdo de redes, além do conceito de redes de coautoria e a importancia de estudos dessa
area. No Capitulo 1V, os principais algoritmos de agrupamento de interesse desse estudo sédo

apresentados e a medida de qualidade de um agrupamento denominada modularidade é



definida. No Capitulo V seré descrita a base de dados DBLP com algumas analises sobre as
publicagbes indexadas. No Capitulo VI serdo apresentados 0s experimentos computacionais
realizados, contando com algumas analises sobre a topologia das redes e os resultados
apresentados pelas técnicas de agrupamento. Por fim, as conclusdes do estudo séo

apresentadas e possiveis trabalhos futuros indicados.



Capitulo Il - Conceitos béasicos

Neste capitulo serdo abordados alguns conceitos bésicos relacionados a Teoria dos
Grafos, os quais contribuem para uma melhor compreenséo do presente trabalho.

A Secdo Il.1 abordara os conceitos mais gerais sobre Teoria dos Grafos, alguns dos
diferentes tipos de grafos existentes e definicbes que serdo importantes para o

desenvolvimento do estudo.

II.1 Teoria dos grafos

Os conceitos classicos de Teoria dos Grafos sdo de fundamental importancia para
estudos de Andlise de Redes Sociais. Diversos invariantes de grafos como clique e conjunto
independente, podem trazer informagcGes acerca da topologia da rede como nivel de
agrupamento dos vértices ou atores das redes sociais. Portanto, esses e outros invariantes
podem ser usados para denotar diferentes propriedades estruturais da rede.

Os conceitos apresentados nesta secdo foram baseados em ABREU et al. (2007) e
BONDY e MURTY (2008).

Um grafo (ou rede) consiste em um par ordenado G=(V(G), E(G)), em que V(G) é o
conjunto de vértices com cardinalidade /V(G)/=n e E(G) é o conjunto de arestas que 0sS
conectam com cardinalidade /E(G)/=m. Estes parametros n e m sdo denominados de ordem e
tamanho do grafo, respectivamente. Um grafo em que m=0 é chamado totalmente desconexo
ou vazio, j& um grafo em que V() € um conjunto unitario e £(G)=2 é chamado grafo trivial.

Define-se e={ij} (ou e;) € £(G) como uma aresta que conecta os vértices 7 e j e V(G), e
diz-se que e incide em je j. Os vértices conectados por uma aresta sdo chamados adjacentes.

Um grafo direcionado ou um digrafo, denotado por D, € um par (V(GD),E(GD)), onde
V(GD) € um conjunto finito de vértices e E(GD) € o conjunto de arcos e representa uma relagao
binaria em V(GD). Nessa familia de grafos, o sentido obrigatorio de fluxo é importante e &
determinado pelo sentido atribuido ao arco. Assim, uma aresta e; indica que o fluxo ocorre no
sentido do vértice 7 (origem) para o veértice j sendo o vértice jadjacente ao vértice i.

Em algumas aplicagbes é comum aparecerem os grafos direcionados, como no caso
dos problemas de fluxo em redes (fluxo maximo, fluxo a custo minimo, caminho minimo e
outros). Em uma rede, com um vértice que € a origem e outro que é o destino, em que as
arestas existentes entre esses vértices e 0s intermediarios possuem capacidades de fluxo, o
problema de fluxo méaximo busca maximizar o fluxo que sai da origem e chega ao destino. No
problema de fluxo a custo minimo, o objetivo € levar uma quantidade (menor ou igual a
méxima) da origem ao destino a um custo total minimo. J& em problemas de caminho minimo,

procura-se percorrer o menor caminho possivel da origem até chegar ao destino.
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Exemplos de grafos direcionados podem ser uma mensagem de email, onde os
enderecos de email dos usudrios que trocam mensagens sdo 0s Vértices da rede, e as
mensagens de email trocadas sdo as arestas. DUAN et al. (2012), em seu trabalho, utilizou um
banco de dados de emails da empresa ENRON com o objetivo de aplicar um algoritmo de
particionamento.

Outro exemplo € uma cadeia de suprimentos em que a matéria-prima sai do fornecedor
para a fabrica que a utilizar4, mas ndo ocorre o contrario. Em algumas redes de suprimentos
podem ocorrer os fluxos de 7 a j, como de ja i, mas o custo de transporte, por exemplo, ser
diferente, de uma cidade A até outra cidade B custar X reais, mas o custo para ir de B até A
pode ser de Y reais, sendo Y#X. Um exemplo de aplicagdo do estudo de redes em cadeias de
suprimentos é o trabalho de CHOI e HONG (2002), eles apresentaram um estudo de caso
utilizando as redes de suprimentos de trés empresas do ramo automobilistico: Honda, Acura e
DaimlerChrysler. Os autores analisaram as redes, apresentando a estrutura e o
comportamento de cada uma delas em relacdo a seus fornecedores e fizeram algumas
proposi¢cdes relacionadas a seus modos de operacdo, como a formalizacéo, centralizacdo e
complexidade existentes em tais relagdes.

Ja os grafos que ndo possuem orientacdo em suas arestas sdo denominados n&o
direcionados, como os que serao utilizados para representar as redes sociais neste trabalho,
em que a orientacdo do fluxo ndo importa, e sim a relacdo existente entre os vértices da rede.

Na Figura 1.1, podem ser visualizados alguns exemplos dos tipos de grafos citados

anteriormente.

(a) (b) (c)
\% z \Y; e z
e, @
el e4 u el e4
u W
u e, w e,
(d) (e)
e
¥ w
V] z
€ & €s
u e, W u Vv

Figura Il.1 (a) Grafo simples; (b) grafo trivial; (c) grafo com aresta mdltipla, (d) grafo com lago;

(e) grafo orientado
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Neste trabalho seréo considerados apenas os grafos ndo orientados e simples, ou seja,
sem lagos, sem arestas multiplas ou paralelas, como o apresentado na Figura Il.1a.

Um conjunto independente de um grafo € um subconjunto do conjunto de vértices cujos
elementos ndo sdo dois a dois adjacentes. A cardinalidade do maximo conjunto independente é
denominada de numero de independéncia de G e denotada por a(G). Através da Figura 1.2,
pode-se observar que no grafo (a), a cardinalidade do maximo conjunto independente € igual a
2, sendo esse conjunto formado pelos vértices v e w, pois esse € 0 maior conjunto de vértices
no grafo que ndo sao adjacentes, pois hdo ha arestas conectando-os.

J& uma cligue em um grafo € um conjunto de vértices em que existem todas as ligacdes
possiveis entre eles, todos estao ligados entre si, 0 tamanho da maior clique em ¢ é denotado
por w(G). No grafo (b) nota-se que o tamanho da maior clique € igual a 3, sendo formada pelos
vértices u, v e w. Uma clique forma um grafo completo, pois o grau de todos os vértices

pertencentes a ela é igual a (n-1).

(a) (b)
u

u w w 2
a(G)=2 o(G)=3

Figura 11.2 (a) Exemplo de grafo em que o maximo conjunto independente possui cardinalidade

2 (u,v), (b) Exemplo de grafo em que o maior clique é igual a 3 (u, v, w)

O grau de um vértice j € o nUmero de arestas incidentes em j, ou seja, € o numero de
vizinhos de j, e é denotado por d. Um vértice de grau zero é chamado de vértice isolado.

Algumas familias especiais de grafos que serdo utilizadas ao longo do texto sao
definidas aqui.

Um grafo completo com n vértices, denotado por K, € um grafo simples onde quaisquer

pares de vértices sdo adjacentes. Na Figura I1.3 podem ser vistos alguns exemplos.

(a) (b)
u

u w

Figura 11.3 (a) Grafo completo com 4 vértices; (b) Grafo completo com 5 vértices
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Um grafo bipartido € um grafo que seu conjunto de vértices pode ser particionado em
dois subconjuntos X' e Yonde cada aresta tem um ponto inicial em X e um ponto final em ¥, tal
gue a particdo (X ¥Y) é denominada biparticio de G. Ou seja, 0s Vértices pertencentes ao
mesmo subconjunto ndo apresentam ligacdes entre si, apenas os vértices pertencentes a dois
subconjuntos diferentes podem ter arestas conectando-os. O grafo bipartido ¢ com particdo
(X Y) é denotado por G/X Y]. Se todos os vértices de X estao ligados a todos os vértices de ¥, ¢
€ denominado bipartido completo. Uma estrela, denotada por S, é um grafo bipartido completo

onde /X/=1 e /Y/:n-]. A Figura 11.4 apresenta alguns exemplos de grafos bipartidos.

(a) (b) (c)

t t Y1
w W

u u Ys Y2
z z X

v Vv
X={t,u,v} Ya ¥s
Y={w,z}
G=[x,y]

Figura Il.4 (a) Exemplo de grafo bipartido com /X/:3e /Y/:Z, (b) Grafo bipartido completo
com /x/=3e [/v/=2 (c) Estrelacom /X/=1e | Y/=5

Um caminho em um grafo G € uma sequéncia vpesviez...Ve.1€cVe, CUjOS termos sao
alternadamente vértices (v) e arestas (e) de G, tal que vi.;e v; SA0 0s vértices terminais de e;,
1<i<m. Se w=xe v.=y, diz-se que esse caminho conecta x a y. Neste grafo dois vértices sdo
adjacentes se eles sdo consecutivos dentro da sequéncia e, caso contrario, ndo sao
adjacentes. Este grafo é denotado por P, um exemplo de caminho P,pode ser visto na Figura
I1.5.

Figura II.5 Exemplo de caminho com 4 vértices

O ciclo é um caminho fechado, é um grafo simples cujos vértices podem ser arrumados
numa sequéncia ciclica. E denotado por ¢, o ciclo ¢; é chamado triangulo. Os ciclos de
comprimento impar ndo podem ser bipartidos, j& os de comprimento par séo grafos bipartidos.

Ou seja, os vértices do grafo podem ser arrumados de modo a haver dois conjuntos de vértices
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com apenas ligacdes entre aqueles que pertencem a conjuntos diferentes e ndo ha ligacbes

dentro da particdo. Na Figura 11.6, a seguir, tem-se dois exemplos de ciclos.

(a) (b)
u

w

u v w X
G Cs

Figura I1.6 (a) Ciclo de comprimento 3 — Tridngulo; Ciclo de comprimento 5

Diz-se que G é conexo, se para cada par de vértices, existe um caminho ligando esses
vértices. Caso contrério, o grafo G é desconexo. Se ndo hd caminho entre dois vértices entao
existem subgrafos conectados, e cada subgrafo onde seus vértices ndo possuem ligagbes com
vértices dos demais subgrafos sdo chamados componentes conexas. Em um grafo desconexo,
a maior componente, ou seja, o subgrafo que apresentar maior niamero de vértices, é chamada
de componente gigante do grafo. A Figura 1.7 apresenta um exemplo de (a) grafo conexo
formado pelos vértices: v, u, we z, e um (b) grafo desconexo formado pelos vértices p, g, r, se t,
neste a componente gigante possui 3 vértices (z;s,t):

(a) (b)

u w q S

Figura Il.7 (a) Grafo conexo; (b) Grafo desconexo com 2 componentes

Arvore € um grafo conexo sem ciclos, em que m=(n-1) arestas. Floresta é um grafo

desconexo sem ciclos. Na Figura 11.8 podem ser vistas a arvore e floresta.

(a)

(b)
[0 r
A s/ q
r S p

Figura 11.8 (a) Arvore; (b) Floresta com 2 arvores



14

Grafo k-regular € um grafo em que todo vértice de G possui grau igual a & A Figura 11.9

apresenta dois exemplos de grafos regulares.

(a) (b)

t
2-regular 3-regular

Figura 11.9 (a) Grafo 2-regular com 4 vértices; (b) Grafo 3-regular com 6 vértices

Sendo ¢ um grafo simples, o complementar G de Gé um grafo simples cujo conjunto de
vértices é Ve cujas arestas sdo os pares de vértices ndo adjacentes em . Na Figura 11.10

podem ser observados um grafo G e seu complementar &.

(a) (b)

u u

w z w z

G G

Figura 11.10 (a) Grafo ¢ com 5 vértices; e (b) seu complementar G

O diametro de um grafo conexo, denotado por, diam(G) é a distancia maximal entre dois
vértices, ou seja, € a maxima distancia entre os comprimentos minimos que ligam cada par de
vértices. Quando ¢ for desconexo, entdo diam(G)=co.O comprimento do maior ciclo em G é

denominado circunferéncia de G, e o comprimento do menor ciclo é denominado cintura de G.
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Capitulo Ill - Redes Sociais

Uma rede social € uma estrutura social que representa alguma relacdo entre um
conjunto de atores sociais. Esses atores podem ser pessoas, empresas, paises, Instituicdes de
ensino; e a relacdo existente entre eles pode ser de amizade, proximidade geogréfica, trabalho
realizado em conjunto, compra e venda de produtos, fornecimento, estudos e pesquisas
realizados em parceria. A Internet, World Wide Web, é uma das grandes redes reais atuais, a
partir da qual podem ser geradas diversas redes e através da qual ha uma grande quantidade
de dados em trafego.

O estudo de redes sociais comecou na década de 1930, quando pesquisadores de
Harvard exploravam padrbes de relagbes interpessoais e a formacdo de cliques, e
pesquisadores em Manchester investigavam relagbes de comunidades em tribos e vilas.
Estudos nessa area foram reunidos entre as décadas de 1960 e 1970 quando a Anadlise de
Redes Sociais contemporanea foi estruturada (SCOTT, 2000). Porém apenas nas décadas
mais recentes a Andlise de Redes Sociais passou a ter maior popularidade.

Jacob Moreno foi o primeiro a utilizar sociogramas, diagramas que representam as
redes sociais, esse foi um meio encontrado por ele de facilitar a visualizacdo das propriedades
formais dessas redes (SCOTT, 2000). Esses diagramas séao formados por pontos e linhas, os
pontos chamados de vértices representam os atores da rede e as linhas chamadas de arestas,
as relacoes estabelecidas entre eles.

Através do estudo das redes sociais, diversas caracteristicas e informacdes sobre a
rede podem ser detectadas, como afinidades ou gostos em comum, grupos de amigos dentro
de uma rede de alunos de uma faculdade, temas de estudo de pesquisadores que
desenvolvem trabalhos em conjunto e que fazem parte de uma comunidade cientifica mais
abrangente, relacdes de fornecimento entre empresas. Também é possivel realizar algumas
andlises relativas a medidas de centralidade, intermediagdo e proximidade, as quais estédo
relacionadas a importéncia do vértice na rede e que serdo melhor explicadas na Subsecéo
[11.1.1, e também medidas de coeséo, Subsecéo I11.1.2.

Uma rede de autoria é uma rede social bipartida em que um conjunto de vértices é
formado por autores e o outro conjunto é formado por artigos. Um autor esta ligado aos artigos
que ele publicou e ndo ha ligagbes entre autores ou entre artigos. Uma rede de coautoria é
formada a partir de uma rede de autoria, transforma-se a rede bipartida em uma rede
unipartida, os vértices passam a representar apenas 0s autores e esses passam a estar
ligados por uma aresta caso tenham publicado algum trabalho em conjunto. As redes de
coautoria sdo importantes para o desenvolvimento de novas pesquisas e disseminacdo de
informacGes na area académica, pois em diversos projetos de pesquisa é necessdaria a

participacdo de mais de um pesquisador. E, além disso, trabalhos realizados em conjunto
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podem ser realizados com maior rapidez e, devido as conexfes de cada autor com outros
pesquisadores da rede, as informacfes sobre as pesquisas devem fluir de forma mais eficiente.

As proximas sec¢fes buscardo abordar o conceito de Analise de Redes Sociais e sua
aplicacdo, e também as redes de coautoria.

1.1 Analise de Redes Sociais

A Analise de Redes Sociais (ARS) é um ramo da sociologia que analisa as relacdes
sociais usando ferramentas da Teoria dos Grafos, que auxiliam na avaliacdo dos resultados
através da quantificacdo de medidas verificadas na rede, como o grau dos vértices, densidade
da rede, medidas de centralidade, entre outras. Além destas medidas, 0s conceitos
apresentados no Capitulo Il sdo aplicados na Andlise de Redes Sociais, assim a rede pode ser
conexa ou desconexa, representar uma clique, ser direcionada, etc.

O conceito de rede ressalta que cada membro da rede pode possuir ligacdo com outro,
e cada um destes pode possuir ligagbes com alguns ou muitos outros. A perspectiva de redes
destaca as relag6es existentes entre os atributos dos seus atores, ndo focando em avaliagbes
individuais, mas busca observar os processos relacionais, a estrutura e caracteristicas da rede
estudada (WASSERMAN; FAUST, 1994).

A utilizagdo da Teoria dos Grafos para estudo de diferentes redes de sistemas reais
também vem demonstrando crescente aplicacao, visto que os conceitos estudados podem ser
aplicados na Analise de Redes Sociais permitindo uma avaliacdo mais aprofundada da rede
(FORTUNATO, 2010). As redes sociais sédo consideradas um tipo de rede complexa, visto que
elas representam redes reais.

O estudo de redes sociais possibilita a identificacdo de relacionamentos entre os atores
da rede, como estes estdo ligados entre si, os tipos de ligacdo entre eles, as trocas de
informagfes que podem ocorrer, a detecgdo de grupos formados dentro dessas redes, e a
evolugdo da rede ao longo do tempo (apesar de a maioria dos estudos sobre redes
considerarem-na como objeto estatico, sem serem feitas analises relacionadas a sua mudanca
com o tempo). Dessa forma, os resultados de estudos que levam em consideracdo essas
caracteristicas presentes nas redes sdo de grande importancia em diferentes areas, pois
podem ajudar a determinar relagbes entre os atores, entre Instituicbes e paises, além de ser
possivel analisar grupos e encontrar temas e assuntos que podem estar sendo discutidos em
determinadas redes de pesquisa.

Segundo WASSERMAN e FAUST (1994), o crescente interesse que tem sido atribuido
a Analise de Redes Sociais nos Ultimos anos € devido ao foco desse estudo nos
relacionamentos entre entidades e os padrdes e implicacdes desses relacionamentos. Os
pesquisadores tém percebido que a utilizacdo de redes para representar seus conjuntos de

dados auxilia no melhor entendimento dos padrdes e relacionamentos existentes, além de
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conseguirem obter uma melhor visualizacdo das informacfes estudadas. As relacdes
presentes em uma rede podem ser de varios tipos, como afetiva, econdmica, de autoria, de
trabalho, entre outras.

Com o uso de redes para representar diferentes tipos de relacdes de acordo com o0s
dados utilizados, pode-se analisar algumas caracteristicas, como o fluxo de informacgéo que
passa pelos vértices e grupos formados dentro das redes. Esse fluxo de informagéo entre os
vértices é percebido através das ligacbes presentes entre eles, um vértice que esteja isolado,
por exemplo, ndo troca informac&o com nenhum outro da rede.

A Andlise de Redes Sociais também tem sido bastante aplicada em diversas areas de
estudo, como no marketing e em Engenharia de Producdo (WASSERMAN; FAUST, 1994).

Em marketing, alguns trabalhos tém buscado analisar e entender a estrutura dos
relacionamentos comerciais e interpessoais, e também como se da a comunicacdo nessas
redes formadas e como essas relagbes podem influenciar o comportamento dos envolvidos
(IACOBUCCI; OSTROM, 1996; WEBSTER; MORRISON, 2004). Estudos de processos de
negocios € um exemplo de aplicacdo de redes sociais em Engenharia de Produg&o, como pode
ser visto no trabalho de AALST e SONG (2004), em que os autores utilizaram redes sociais de
mineracdo para melhorar a analise dos processos atraveés do uso de técnicas e ferramentas
gue os auxiliaram no controle de dados e outros processos.

Na Subsecdo 1ll.1.1 serdo abordadas algumas medidas de centralidade bastante

utilizadas na analise de redes e que auxiliam na deteccao dos vértices mais influentes.

[11.1.1 Medidas de centralidade

Através da Analise de Redes Sociais € possivel fazer a identificacdo de atores que
desempenham um papel importante na rede, que podera ser como influenciador, disseminador
de informacg®es, entre outros, o que os faz ter mais visibilidade que os demais.

Centralidade foi definida por BAVELAS (1948), segundo o0 autor um vértice mais central
€ aguele que esta localizado em um caminho mais curto para 0s outros pares de vértices da
rede. A andlise de centralidade dos vértices da rede permite uma melhor avaliagdo do papel
dos atores em uma rede, de forma que atores com alta centralidade possuem mais facilidade
ao acesso de informacao e também tém maior potencial de disseminacéo das informagfes que
chegam a eles.

FREEMAN (1978) exemplifica o conceito de centralidade utilizando a estrutura de uma
estrela ou roda, o ponto no centro de uma estrela serd o mais central que quaisquer outros em
outra rede de tamanho similar. Porém, o centro da estrela esta relacionado a alguma forma da
estrutura, assim sendo, o problema é determinar uma posi¢cédo dos vértices que seria Unica para
se determinar a centralidade da rede. Trés formas de analisar essa posi¢cdo estdo relacionadas

ao grau desse vértice, pois esse tera o maior grau possivel; as distancias geodésicas entre
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este vértice e 0 maior nimero possivel de outros vértices (intermedia¢cdo); e como este vértice
central posiciona-se a uma distancia minima dos demais, estard o mais proximo deles possivel
(proximidade). Sendo assim, 0 mesmo ponto em uma estrela poderia ser considerado o mais
central considerando-se as trés medidas utilizadas.

Métricas para avaliar o grau de influéncia relativa dos vértices de uma rede séo
chamadas de medidas de centralidade, dentre as quais destacam-se o grau do vértice,
proximidade e intermediacéo.

A centralidade de grau é a forma mais simples de medir a centralidade do vértice, pois
seu valor é o numero de arestas incidentes no vértice. Esses vértices sdo menos dependentes
dos demais e podem conseguir informacdes de diferentes caminhos na rede. De acordo com
SOUZA et al.(2012), “em uma rede de coautoria esse grau vai indicar o total de atores da rede
que publicaram em parceria com um determinado ator. O grau de centralidade podera variar,
portanto, de O (publicagdo sem parceria com outros atores) até n-1 (publicacdo com todos os
demais atores da rede excluindo a si préprio).”

Essa medida, porém, conduz a resultados muito focados no individuo sem considerar a
rede como um todo e, além disso, nem sempre o ator da rede que possui 0 maior grau sera o
gue terd o papel mais importante na disseminacdo de informacgfes. Por exemplo, tem-se uma
rede de coautoria, em que dois autores Pedro e Jodo, que possuem graus maximos na rede,
estdo ligados cada um a 50 outros autores. Porém, Pedro esta ligado a um grupo que nédo
possui ou quase nado possui ligagdes com os demais autores da rede, ja Jo&o esta ligado a
autores que por sua vez também possuem diversas outras ligagdes com demais autores da
rede (que nao estdo conectados a Jodo), percebe-se entdo que Jodo sera um autor que podera
influenciar um maior numero de autores que Pedro, devido as ligag6es que podera percorrer
através de seus adjacentes.

Como pode ser visto na Figura Ill.1, o grau maximo da rede é igual a 3, porém o vértice
v4, apesar de possuir grau igual a 2, apresenta uma funcdo mais importante, pois conecta dois
grupos da rede que ndo poderiam comunicar-se caso 0 v; hao estivesse presente. Outras

medidas de centralidade podem ser mais eficientes em casos como este.

vl v3 v4 v5 V6
[

v2 v8 v7

Figura Ill.1 Exemplo de centralidade

Quando séo analisadas redes de tamanhos diferentes e sdo comparados os resultados
apresentados por elas, ndo faz sentido comparar os resultados absolutos de graus dos vértices

de uma rede que possui 500 vértices, por exemplo, com os de uma rede que possui 2000
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vértices. Isso porque, 0 nimero maximo que os vertices dessa segunda rede podem se ligar é
bem maior que os da primeira, dessa forma, em situagcdes como essa, em que sdo comparadas
redes de tamanhos diferentes, é necessario utilizar a medida de grau normalizada proposta por
FREEMAN (1978), apresentada na equacédo (1), onde a(v;v;))=1, se os vértices v; e v; estdo
ligados, e a(v,v;)=1, caso contrario:

Zitpa(vivy)

II_
d; = (n—1)

&

7

Outra medida de centralidade bastante utilizada na literatura € a centralidade de
intermediagéo (betweenness). A medida de intermediacdo de um vértice é igual ao numero de
caminhos mais curtos a partir de todos os vértices para todos 0s outros que passam por esse
vértice, considera-se que a centralidade de um integrante de uma rede depende da maneira
em que este integrante se faz necessario como um elo ou uma ligacédo entre diferentes grupos
pertencentes a rede, levando em conta o menor caminho possivel. Em outras palavras, quanto
mais fluxo de informacé@o passar por um integrante da rede, mais central este sera. Nesta
métrica, a determinacao da centralidade de um ator esta associada ao quociente do nimero de
caminhos mais curtos entre todos os pares de atores em uma rede que incluem o ator em
questdo e o numero de todos os caminhos curtos entre todos os pares da rede (FREEMAN,
1977), dada pela equacéo (2):

Int(v) = Ei:j:u,i:vcri—f: 2)
onde, 0;; € 0 numero de caminhos geodésicos que ligam os vértices 7 e j, 0;(v) representa o
namero de caminhos geodésicos que ligam os vértices 7 e jpassando por v.
Assim como o grau, quando sdo comparadas vértices pertencentes a redes de

tamanhos diferentes, utiliza-se a medida normalizada de intermediacéo, equacéo (3):
Int(v)' = Ei:_;‘:u,i:vr:ff:i)- 3

O menor caminho, ou geodésico, entre dois vértices de uma rede, € o caminho de
comprimento minimo, sendo este comprimento a distancia entre dois vértices. O diametro de
um grafo conexo é a distancia maximal entre dois vértices, ou seja, € a maxima distancia entre
0s comprimentos minimos que ligam cada par de vértices (BONDY; MURTY, 2008).

De acordo com a centralidade de intermediacdo, um ator estara numa posicao
privilegiada quando ele esta presente em grande parte dos caminhos geodésicos entre outros
pares na rede, ou seja, para que o Vvértice chegue a um outro devera passar por ele, é o que
ocorre na Figura lll.1, em que os vértices vs, v V7€ vg para chegarem aos vértices v;, vz 0ou vs
precisam passar pelo v. Assim, quanto mais caminhos geodésicos passarem por tal vértice,
maior sera sua importancia na rede. Todavia, quando o vértice esta presente em apenas
alguns caminhos geodésicos, mas ndo em todos que conectam um certo par de vértices, entdo

seu poder de controle do fluxo de informacgéo diminui (FREEMAN, 1977).
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Vértices com valor de intermediacdo alto sdo interessantes porque controlam o fluxo de
informacé&o na rede e podem ser necessarios para a disseminagéo desta.

A centralidade de proximidade é inversamente proporcional a soma das distancias
geodésicas de um vértice v a todos os outros da rede. Nesse sentido, esta mede o quéo
préximo um vértice estd dos demais; quanto menor for a distancia entre o vértice e cada um
dos demais, maior serda a medida de proximidade. Deste modo, um individuo é observado
como o centro da rede, se ele requisita poucos intermediarios para contatar outros. O célculo
desta medida utiliza a soma de todas as distancias entre este vértice e cada um dos demais,

como pode ser visto na equacao (4).
i

P]"ﬂ.’«\:(vi} = E—}’zldg;{vf.-v;}'

%),

onde d;(v,v;)=distancia entre os vértices i e j.
A medida de proximidade normalizada Prox(v;)’é definida como:

Prox(v;) = 5 (n=t) (5)

Assim, quanto mais proximos 0s Vvértices estdo uns dos outros, mais facilmente as
informacg®es chegardo a cada ponto da rede. Um né com alto valor de proximidade possui mais
liberdade em relagéo as influéncias de outros nds e maior capacidade de acdes independentes
(WASSERMAN; FAUST, 1994).

Essas duas ultimas medidas de centralidade (intermediacdo e proximidade) apontam
diferentes meios para se calcular a centralidade de um vértice: a proximidade indica os vértices
gue tém acesso rapido a informacado, e a intermediagdo aqueles que controlam o fluxo de
informagé&o. Dependendo do tipo de rede e das avaliacdes que sdo necessarias ao estudo, o
uso de um ou outro valor pode ser mais relevante. Existe também o valor de grau de
proximidade e intermediacdo totais de um grafo, que, neste caso, servem como forma de
comparagdo com outros grafos, indicando se a informacdo é alcancada mais rapidamente
pelos atores e/ou existe concentracdo de fluxos de informacgéo.

Ha diferentes formas de se medir o papel central dos atores em uma rede. Por exemplo,
guando a troca realizada entre os vértices através da rede deve atingir longas distancias, ou
seja, € importante que vértices que estejam distantes recebam a informacéo ou o objeto da
troca, a posicao global deve ter um peso maior que uma centralidade local. J& em uma
organizacao hierarquica, aquelas relac6es de poder que um vértice exerce sobre os demais
devem ter um peso maior que as outras. Assim, € importante que se observe as caracteristicas
da rede avaliada para que seja escolhida a melhor forma de avaliar sua centralidade, pois ndo
faz sentido avaliar todas as redes sob uma mesma medida.

Uma outra medida de centralidade é a de autovetor. Essa medida que foi definida por
BONACICH (1987), mede o valor de um vértice de acordo com as relagées que este possui

com outros veértices que possuem importancia na rede. Ou seja, um nd serd mais central se
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tiver como vizinhos nos que possuem muitas ligacbes e que estdo ligados a outros que
também possuem muitos outros vizinhos. A centralidade de autovetor, entretanto, ndo sera

objeto de estudo neste trabalho.

[11.1.2 Medidas de coesao

Um dos principais pontos na Analise de Redes Sociais € averiguar quais atores estao
relacionados entre si e quais nao estdo, e o porqué de manterem relacbes com determinados
vértices e ndo com outros, além daqueles que se mantém isolados.

O conceito de coesdo é definido de diferentes maneiras na literatura. As definicbes
buscam expressar a densidade de arestas na conexdo dos vértices do grafo ou de um
subconjunto deles. MIZRUCHI (1993) diz que “a coesdo numa rede é constituida pelas ligagcbes
existentes e as obrigagfes que ocorrem devido ao contato continuado.” Segundo MOODY e
WHITE (2003) “a coesao estrutural € o numero minimo de atores que, se removidos,
desconectam o grupo”. Para NOOY; MRVAR; BATAGELJ (2005), uma rede coesa é aquela
gque possui muitas arestas, 0 que resulta em uma estrutura mais firme.

A densidade procura mostrar a coesdo de uma rede na medida em que considera o
total de ligacbes que existem entre os componentes dessa rede dentro do total de
possibilidades existentes. Ou seja, densidade € a proporcdo entre o nimero de arestas (m)
existentes em uma rede e 0 numero maximo de arestas que seria possivel nessa rede (n(n-
1)/2). Dessa forma, quanto mais densa for uma rede, mais coesa ela sera, equacao (6). A
densidade maxima ocorre quando todos os vértices da rede estdo conectados, ou seja, a rede
é completa (NOOY; MRVAR; BATAGELJ, 2005).

2m

dens(G) =

©)

n(n—1)
O Grau médio € uma medida de coesdo da rede, assim como a densidade, e quanto
maior for o grau médio, maior sera a coesdo da rede, equacao (7). Enquanto o grau mede o
namero de ligacdes de um vértice, o grau médio € a soma dos graus dos vértices dividida pelo
total de vértices da rede.
n

d(G) = )

O conceito de coesdo é importante para o estudo de agrupamentos em redes, pois
redes muito coesas serdo menos propensas a se dividirem em subgrupos, j4 redes menos
coesas podem apresentar subgrupos com cliques, como ocorre em redes de coautoria onde
cada grupo de autores que publicou um artigo em conjunto representa uma clique. Além disso,
quando se estuda métodos para identificar agrupamento das redes, esses buscam dividir os

grupos de acordo com as ligagbes que esses possuem entre si, com o objetivo de agrupar
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agueles mais similares e separar aqueles que possuem menos ou nenhuma relagdo. Com isso,
percebe-se que ha maior coesdo dentro dos grupos do que entre eles.

As medidas de coesdo baseiam-se no modo como o0s vértices estdo interconectados.
Em redes reais percebe-se que existem algumas formagdes de grupos dentro da rede, em que
0s Vvértices apresentam ligagbes com outros membros do mesmo grupo e poucas ou henhuma
ligacdo com outros vértices da rede. Ademais, o numero de arestas presentes na rede e 0s
graus dos vértices também demonstram resultados interessantes sobre a rede e representam
medidas de coesdo. Uma rede coesa é aquela que possui muitas arestas, o que resulta em
uma estrutura mais firme (NOOY; MRVAR; BATAGELJ, 2005).

Quanto a conectividade, uma rede é conexa se para cada par de vértices existe um
caminho ligando esses vértices. Em geral, pode haver diferentes caminhos com diferentes
comprimentos ligando os vértices. A conectividade de arestas em um grafo é o nUmero minimo
de arestas que ao serem removidas desconectam o grafo. J& a conectividade de n6s em um
grafo € o nimero minimo de nés que ao serem removidos desconectam o grafo. Quanto mais
conexo for um grafo, menor a probabilidade de ele se tornar desconexo, pois para que isso
ocorra serd necessaria a saida de diversos veértices ou arestas presentes na rede.

Os vértices que, ao serem retirados, separam a rede em mais de uma componente sao
chamados vértices de corte (WASSERMAN; FAUST, 1994). A componente gigante da rede,
gue consiste no maior subgrafo conexo desta rede, indica o percentual de atores que possuem
ligacbes com os demais pertencentes a essa componente, direta ou indiretamente. Em
algumas redes de coautoria, a componente gigante pode abranger mais de 90% dos vértices
da rede (NEWMAN, 2001). A Figura Ill.2 mostra um exemplo de grafo desconexo com 3
componentes, este grafo possui 2 componentes gigantes, pois existem duas componentes de

mesmo tamanho que séo as maiores do grafo, com 4 vértices cada.

Figura Ill.2 Grafo desconexo com 3 componentes

Percebe-se que os conceitos de coeséo e conectividade estdo relacionados, visto que
um grupo é coeso a medida que possui menor probabilidade de se tornar desconexo, o que
esta relacionado a conectividade dos vértices, ou seja, € necessario que mais vértices e/ou
arestas sejam retirados para que o grafo se torne um grafo desconexo ou trivial. Essa relagéao é

discutida por alguns autores, onde também se fala da coesédo estrutural de um grupo definida
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como o numero minimo de caminhos independentes que ligam cada par de vértices do grupo
(MOODY; WHITE, 2003; WHITE; HARARY, 2001). Dois caminhos sao independentes,
internamente disjuntos, se um caminho ndo contém os vértices internos do outro. Dois
caminhos sdo ditos disjuntos se ndo possuem nem vértices nem arestas em comum.

Neste trabalho, utiliza-se a definicdo de coeséo encontrada em LIU e STEWART (2011):
dado ¢ subconjuntos induzidos de vértices V7, ..,Vc, a coesdo deste agrupamento é dado pela
soma dos pesos das arestas dentro de cada subgrupo de vértices de um grafo. Desta forma,
diferentes definicdes de agrupamentos levam a diferentes valores de coeséo, pois quanto mais
similares forem os grupos internamente, mais forte serd a coesédo e, portanto, melhor é o
agrupamento. Observe que esta medida € mais adequada para os propositos desse trabalho
uma vez que esta diretamente relacionada ao modo de agrupamento dos vértices.

A Figura 1.3 apresenta exemplos de redes com diferentes graus de coeséo do ponto de
vista da conectividade: a primeira rede (a) € uma rede pouco coesa, pois se o vértice v4 for
retirado, a rede é desconectada e se formam trés grupos que ndo se comunicam; a segunda
rede (b) € um pouco mais coesa, pois nesse caso é necessario que dois vértices sejam
removidos para que a rede seja desconectada, por exemplo, vértices v4 e v5; ja a terceira rede
(c) é um grafo completo, sendo assim uma rede muito coesa, pois todos os vértices possuem
ligagbes com todos, seria um exemplo de uma rede com fortes rela¢cdes sociais, como uma

rede de amigos em gue todos se conhecem.
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Figura ll1.3 Exemplos de coesédo sob a 6tica de conectividade das redes (a) pouco coesa, (c)

muito coesa

[11.1.3 Hip6tese do mundo pequeno

Uma analise interessante a ser feita no estudo de redes sociais esta relacionada a
verificacdo da hipétese de mundo pequeno. De acordo com ela, uma distancia média pequena
entre os vértices, por volta de seis, significa que a comunidade representada pelo grafo se
ajusta a tal hipotese (MILGRAM, 1967). Segundo TRAVERS e MILGRAM (1969), o modo mais

simples de formular esse problema é pensar na probabilidade de duas pessoas quaisquer,
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selecionadas ao acaso em uma populagdo bem grande, como a de um pais, se conhecerem,
ou possuirem amigos em comum. Os resultados do estudo de MILGRAM (1967) demonstraram
que, em média, pessoas escolhidas aleatoriamente possuirdo cinco outras que fardo parte do
caminho geodésico entre elas.

O interesse principal desse estudo ndo era somente analisar o tamanho dessas
ligacdes, mas também as caracteristicas dos atores intermediarios que fazem parte dessa rede
(WASSERMAN; FAUST, 1994). Esses vértices intermediarios sdo importantes visto que a
informacdo que passa por eles chegard mais rapido ou ndo ao seu destino dependendo das
distancias e ligacbes desses intermediarios com os demais vértices da rede, se estdo
conectados com o vértice final, ou, se ndo, o quéo perto estéo dele.

KARINTHY (1929) foi quem primeiro propds a ideia dos “seis graus de separagao”. Em
seu trabalho chamado “Chains”, o autor observou que o mundo estava encolhendo, visto que
as pessoas estavam mais conectadas e proximas umas das outras, e segundo o autor,
qualquer pessoa poderia entrar em contato com outro individuo selecionado com, no maximo,
cinco ligagdes utilizando apenas sua rede de conhecimentos pessoais. ISso porque, apesar das
grandes distancias geograficas, o aumento na densidade populacional e a facilidade de as
pessoas chegarem a lugares bem distantes fazem com que os graus de separacéo entre duas
pessoas quaisquer seja bem menor. Além disso, os meios de comunicacao que fazem com que
uma pessoa que estd em um lado do globo terrestre saiba o que se passa do lado oposto,
também ajudam a diminuir as distancias.

Ainda que o ser humano viva em comunidades afastadas entre si, nota-se facilmente
gue com poucas ligacdes entre essas comunidades a distancia média entre os vértices da rede
diminui bastante, como na Figura lll.4. Alguns exemplos sdo quando alguns vértices estao
ligados a outros que possuem muitos conhecidos, tornando a distancia entre eles menor,
pessoas com amigos em outros paises também facilitam na diminuicdo de distancias mesmo
entre desconhecidos (NEWMAN, 2000). WATTS e STROGATZ (1998) mostram que a inser¢ao
de arestas conectando os vértices acelera ainda mais a rapidez com que a informacdo se

espalha.
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Figura Ill.4 Exemplo de rede em que diferentes comunidades estéo ligadas por poucas ligacdes

No caso em que a rede € desconexa, como ha um ou mais pares de vértices que ndo
estdo conectados entre si, ou seja, ndo existe caminho entre eles, ndo se pode calcular a
distancia geodésica, pois seria considerada infinita, entdo os resultados s&o considerados
apenas para vértices conectados.

Segundo KLEINBERG (2000), o trabalho de Milgram sugere uma fonte com “pistas”
subentendidas dentro da rede social, facilitando a mensagem percorrer seu caminho da fonte
até o destino. O autor estudou algoritmos descentralizados, baseando-se no experimento de
Milgram, em que os individuos da rede, possuindo apenas informacdes locais, tentariam
transmitir a mensagem para o destino selecionado, buscando utilizar um caminho mais curto.
As conclus6es do trabalho de Kleinberg foram que em redes de mundo pequeno a correlagéo
entre conexdes locais e de longo alcance prové “pistas” essenciais para que se encontrem os
caminhos na rede, 0 que permite a visualizacdo dos caminhos que conectam os vértices e
avaliacdo de como estes estéo ligados direta ou indiretamente.

WATTS (2004) repetiu 0 experimento de Milgram, mas utilizando email em vez de
cartas, 0s quais deveriam ser entregues para pessoas especificas, e o resultado também foi
uma média de seis graus de separacao.

O efeito da hipotese de mundo pequeno demonstra a velocidade média com que se
pode dar a disseminacdo de informacfes nas redes. Pode-se ainda analisar os vértices que
servem como ligagbes para que se déem essas trocas de informagdes e que facilitam o acesso
a elas. No caso das redes de coautoria, as informacfes de pesquisa podem chegar mais
rapidamente a diversos grupos de cientista se as distancias médias da rede seguirem a
hip6tese de mundo pequeno, o que é importante para avan¢os no conhecimento e producao de

novas pesquisas.
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[11.1.4 Redes aleat6rias

Em diversas situagfes praticas, empregam-se modelos probabilisticos para andlise de
certas caracteristicas da rede, como no caso da distribuicdo dos graus dos vértices que podem
seguir a distribuicdo de Poisson ou a lei de poténcias.

O estudo de grafos aleat6rios comecou por volta das décadas de 1950 e 1960 com
Erdés e Rényi e tem contribuido para diversos resultados relacionados as propriedades de
redes reais, como componente gigante, distancia entre vértices, entre outras. Um exemplo de
emprego de grafos aleatérios como modelo de uma rede real é em epidemiologia, onde os
vértices da rede representam os individuos infectados e as arestas, contatos capazes de
transmitir a doenca, esse contatos sao considerados aleatorios e ndo correlacionados
(NEWMAN; STROGATZ; WATTS, 2001).

Os graus dos vértices de uma rede em que existe uma probabilidade p de haver
ligacBes entre dois vértices quaisquer, que é a mesma para todos 0s veértices, seguem uma
distribuicdo de Poisson e aparece uma medida central dos graus. Nessas redes, a existéncia
de uma aresta entre dois vértices independe da existéncia de outra aresta qualquer. Por isso a
existéncia de cada aresta possui uma probabilidade independente p (BOCALETTI et al., 2006).

J4 em redes que seguem leis de poténcia, ndo aparece medida central, e a
probabilidade de haver ligagbes entre dois vértices quaisquer ndo é igual para todos os vértices
da rede. Estas redes sdo também chamadas redes livres de escala. Dessa forma, a média dos
graus ndo demonstra com fidelidade o que ocorre na rede. A lei de poténcia é semelhante a
outras leis, como a Regra 80-20 de Pareto, em que o autor demonstra modelos reais, como a
da renda da populacdo em que 20% da populacdo possui 80% de toda a renda e os outros
80% dividem os 20% restantes. E também a lei de Zipf, que segundo o autor, a tendéncia
humana do menor esfor¢o faz com que uma pequena quantidade de palavras seja usada com
alta frequéncia e outras sdo usadas raras vezes (HOFSTAD, 2010).

Diversas redes seguem lei de poténcia, como a Internet, redes biol6gicas e sociais.
Redes de colaboracdo também costumam ser desse tipo, 0 que significa que um pequeno
namero de vértices (nesse caso, autores) possui muitas interagbes com outros veértices,
enquanto um grande nimero de autores possui poucas interagdes (BARABASI et al., 2002).
Esse comportamento pode ser verificado em redes de colaboracéo cientifica, visto que autores
gue publicam com diversos outros e possuem mais trabalhos publicados devem possuir uma
probabilidade mais alta de que outros vértices se liguem a ele, do que aqueles autores que
trabalham mais isoladamente.

PRICE (1965) fez um estudo sobre redes de colaboracao cientifica, em que percebeu
gue a distribuicdo do namero de citacbes de um artigo seguia a lei de poténcias ou distribuicéo
de Pareto. Na rede estudada por ele, alguns poucos artigos possuiam varias citacoes,

enquanto que a maioria havia sido citada poucas ou nenhuma vez. PRICE (1976) também
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publicou um estudo em que propde a Distribuicdo de Vantagem Cumulativa, também chamada
de ligagdo preferencial, essa distribuicdo busca modelar os casos em que sucesso gera
sucesso. Conforme percebido pelo autor, isso ocorre bastante em bibliometria e outros
fendbmenos sociais. Assim, um artigo que ja foi citado diversas vezes possui maior
probabilidade de ser citado novamente do que aquele que possui poucas ou henhuma citagéo,
assim como é mais provavel que um autor que j& publicou diversos trabalhos publique
novamente do que aquele que possui poucas publicacbes. Esse modelo se adéqua a
diferentes estudos em redes de colaboracao cientifica.

A vantagem cumulativa ou ligacdo preferencial € um fenbmeno bastante ocorrente em
redes sociais, pessoas que possuem mais amigos tém mais chances de fazerem novas
amizades, pessoas de sucesso também tém maior facilidade de terem ainda mais sucesso. Em
redes sociais novos vértices estdo mais propensos a se ligarem aqueles que possuem alto
valor de grau do que aqueles com poucas ligagdes. Assim como as redes da Internet, em que
um novo cliente estara mais propenso a comprar em um site mais conhecido em que diversos
outros usuarios ja compraram do que em um site mais novo e desconhecido. Percebe-se que
como as relagdes sociais ndo sao igualitarias, a teoria de ligacdo preferencial faz bastante
sentido visto que ao se ligarem a vértices que ja possuem alto grau e assim mais caminhos de
troca de informacgfes, esses novos vértices terdo acesso a um maior nimero de contatos,
produtos, seguranca na compra (no caso de compra pela Internet), compartiihamento de
informacdes, estudos, etc (HOFSTAD, 2010).

Redes que seguem leis de poténcia apresentam uma distribuicdo de graus com uma
fungéo do tipo: f{x)=kx7, onde ke 7 sdo constantes. A lei de poténcia visa descrever que o
namero de vértices de grau x, dado pela funcéo f(x), & diretamente proporcional a xz. Atraves
do seu coeficiente de regressdo pode-se avaliar o qudo bem essa fungdo explicou o que
acontece com a distribuicdo de graus da rede, no caso de redes de coautoria pode-se avaliar a
distribuicdo de graus relacionada ao niumero de autores e numero de artigos.

Conforme apresentado por NEWMAN (2001) em seu estudo sobre a estrutura de redes
de colaboracdo cientifica, as redes podem também seguir leis de poténcia com corte
exponencial, como ocorreu no estudo realizado pelo autor. O corte exponencial ocorre porque
existem mais artigos feitos por pequenos grupos do que seria previsto pela lei de poténcias
pura. Tais redes seguiam lei de poténcias com corte exponencial, visto que a distribuicdo de
namero de artigos por autores ndo seguia uma reta no grafico log-log, mas ajustava-se a uma
expressao exponencial. Assim, segundo o autor, lei de poténcias com corte exponencial
apresenta a seguinte expressdo, em que 7T € x. SA0 constantes: f{x)=xte¥x,em que x
representa o grau médio e x., 0 tamanho de corte.

Uma rede em que sua distribuicdo de graus se ajusta a lei de poténcias, provavelmente

se ajustara a hipétese de mundo pequeno, porém o contrario ndo é verdadeiro, ou seja, uma
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rede em que se verifica a hipétese de mundo pequeno ndo necessariamente tera distribuicdo
de lei de poténcias. Isso porque redes que seguem lei de poténcia possuem alto coeficiente de
clusterizacdo e o didmetro dessas redes aumentam logaritmicamente com o numero de
vértices (AMARAL et al., 2000).

[11.2 Redes de coautoria

Uma rede de coautoria é uma rede social ndo direcionada, em que os nds séo autores e
as arestas representam a relacdo de coautoria, ou seja, se dois autores publicaram algum
trabalho juntos, existira uma aresta conectando-0s, caso contrario, ndo existira essa ligacao. O
estudo dessas redes pode ajudar no entendimento de como as redes de pesquisa sao
formadas, como ocorre a disseminagdo de conhecimento e como redes de autores podem
ajudar no desenvolvimento de conhecimentos de certa area, e também, é possivel analisar os
principais autores em certas areas de estudo.

No ambiente académico as redes podem demonstrar diversas relagdes existentes entre
pesquisadores, como intercambios entre Universidades de diferentes paises, uso comum de
certos materiais, laboratérios, participagdo em um projeto, entre outras. A que sera estudada
nesta dissertacao é a relacao de coautoria.

Tem-se compreendido h& algum tempo que a relacdo de coautoria de artigos em
revistas cientificas permite um melhor entendimento sobre os padrdes de colaboragcédo dentro
da comunidade académica. A estrutura destas redes auxilia também a detectar muitas
caracteristicas interessantes e (teis nessas comunidades (NEWMAN, 2004c). Essa
colaboracdo cientifica permite uma maior difusdo do conhecimento, além de facilitar as
pesquisas que podem obter resultados mais rapidamente quando é feita por diversos
pesquisadores, além de ser um meio através do qual esses profissionais desenvolvem novas
relagdes, as quais sdo positivas para suas carreiras e estudos (CRANE, 1972).

Segundo um estudo realizado por SIN (2011), que analisou mais de 7000 artigos
publicados em seis periédicos reconhecidos (ARIST, IP&M, JAMIA, JASIST, MISQ e
Scientometrics) durante os anos de 1980 a 2008, o numero de publicacdes feitas em coautoria,
fossem os autores do mesmo pais ou de diferentes paises, aumentou ao longo dos anos.
Percebeu-se também, em seu estudo, que artigos com maior nimero de autores possuem
maior chance de serem citados, o que pode encorajar a formagéo de colaboragdes cientificas.

Nas redes de coautoria, dependendo do horizonte de tempo estudado pode-se observar
que hé evolugéo na sua formagdo. Essa evolucdo na rede académica ocorre visto que novos
pesquisadores juntam-se através de publicacdes de seus primeiros trabalhos e aqueles mais
antigos aposentam-se e entdo deixam de fazer parte da rede. Os autores ainda podem alterar
suas relacbes de coautoria durante suas carreiras de pesquisa, 0 que altera as relacbes

encontradas em diferentes periodos de tempo na rede estudada (DUAN et al., 2012).
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Alguns trabalhos que buscam estudar as relagbes entre os autores em redes de
coautoria calculam as métricas de centralidade (grau, proximidade e intermediacéo) para todos
os vértices envolvidos. Como pode ser observado no trabalho de SOUZA et al. (2012), em que
foi estudada uma rede de autores que publicaram em um certo periodo de tempo na Revista
Quimica Nova. Através desse trabalho conseguiram observar algumas relagbes entre os
autores, paises e Instituicdes, e algumas outras caracteristicas, como numero de autores por
artigo e, dessa forma, puderam estudar as ligacbes existentes em tal rede. NEWMAN (2001)
também realizou algumas analises em trés redes de coautoria construidas a partir de bancos
de dados de artigos cientificos nas areas de fisica, pesquisa biomédica e ciéncias da
computacao. Ele utilizou algumas medidas de centralidade para avaliar as redes, tais como
grau, proximidade e intermediagéo, e também percebeu o fendmeno de mundo pequeno, além
de ter calculado o coeficiente de clusterizagéo de tais redes.

O coeficiente de clusterizagdo € uma propriedade que mede a probabilidade de dois
vértices que possuem um terceiro vértice em comum também estarem conectados, ou seja, 0
guanto a rede localmente se aproxima de um clique. Em estudos de redes sociais percebe-se
gue estas duas pessoas possuem uma probabilidade mais alta de se conhecerem do que duas
pessoas escolhidas aleatoriamente (NEWMAN, 2004a).

Outro estudo interessante ¢ o de KRETSCHMER (1994) que em seu trabalho sobre
padrbes de colaboracdo mostra que a freqiiéncia de coautoria entre autores que possuem o
mesmo numero de publicacbes é maior do que entre autores com diferentes niumeros de
trabalhos publicados. KATZ e HICKS (1997) apresentaram um resultado curioso, segundo 0s
resultados de sua pesquisa, que foi feita através de um estudo bibliométrico, publicacbes
cientificas que envolvem autores de diferentes Instituicdes possuem o namero maior de
citacdes que aqueles publicados por autores que pertencem a mesma Instituicao.

Muitos estudos recentes de redes de varios tipos tém focado nas distancias entre os
nés da rede. Um par de individuos que tém um ao outro como coautor do artigo, por exemplo,
possuem distancia igual a um, enquanto um par que ndo tenha publicado junto, mas que
compartilham um coautor em comum esta separado por uma distancia igual a dois, e assim por
diante, essa é a distancia geodésica entre 0s nés, também chamada de numero de Erdés
(NEWMAN, 2004c). Redes em que a maioria de seus autores estdo ligados entre si, e,
principalmente, quando estes possuem uma distancia curta ligando um ao outro (poucos
autores entre eles), sdo redes consideradas mais coesas, pois elas possuem um maior valor de
densidade.

JIANG (2008) fez um estudo relevante onde buscou localizar atores chamados por ele
de ativos em comunidades de colaboracdo cientifica baseado em analises de interacédo
topoldgica. Segundo o autor, ha muitos projetos de pesquisa em que um Unico pesquisador

ndo pode desenvolver sozinho e precisa da ajuda de outros, 0s quais poderdo formar um grupo
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de pesquisa e assim compartilhardo o0s estudos. Nesses grupos cada pesquisador
desempenha um papel, mas sempre ha um que tomara o papel de lideranc¢a, gerenciando as
relacdes e atividades dentro do grupo. O autor chamou esses de atores ativos e, segundo ele,
esses autores apresentam alto grau de ligacdes, possuindo assim grande influéncia no meio de
pesquisa em que estd inserido. Com isso, ele propde a utilizacdo de um algoritmo e apresenta
estudos de caso para seu modelo. A localizagao destes autores ativos possui importancia, pois
como dito, eles possuem certa influéncia em sua rede e através deles pode-se avaliar novos
estudos da area e até mesmo investimentos que podem estar sendo feitos em determinada
area de pesquisa.

Dessa forma, percebe-se que o0s resultados desses estudos podem ser de grande
importancia em diferentes areas de pesquisa e podem ajudar a determinar relagdes entre os
autores, entre Instituicdes e paises, além de ser possivel analisar grupos de pesquisa e
encontrar temas e assuntos que podem estar sendo estudados. No presente trabalho serdo
utiizadas algumas redes de coautoria, que serdo analisadas e empregar-se-4 alguns
algoritmos de agrupamento com o objetivo de se detectar comunidades e como grupos de
autores se aglomeram nessas redes, as relacdes entre eles, e se o0 algoritmo foi eficiente em

seus resultados, correspondendo aos grupos mais parecidos com os reais observados.
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Capitulo IV - Agrupamento

O estudo de redes emprega diversas propriedades para analisar a rede a ser estudada
e, assim, detectar certas caracteristicas importantes, como os graus dos Vvértices, densidade da
rede, leis de poténcia, a hipétese de mundo pequeno, entre outras. Mas outra caracteristica
importante a ser considerada é a formacdo de estruturas de comunidade em uma rede, ou
seja, vértices que possuem caracteristicas similares sdo agrupados em um mesmo grupo.
Desse modo, espera-se que haja alta concentracdo de arestas dentro desses grupos e poucas
arestas entre 0s grupos, estando relacionado ao conceito de coesdo, pois o0 objetivo é
maximizar a coeséo dentro dos grupos formados (FORTUNATO, 2010).

Assim, uma questao central no agrupamento é a definigdo dos critérios de similaridade
entre os objetos. Exemplos de critérios de similaridades sdo: o coeficiente de correlagdo entre
0s pares de objetos; a distancia euclidiana; distancia entre dois vértices no grafo, dada pelo
numero de arestas entre dois vértices do grafo.

As medidas de dissimilaridade satisfazem as propriedades:

- d(x;,x;)=>0, para todo x; e x;(positividade);

- d(xi,x)= d(x;,x;) (simetria);

- d(x;,x;)=0, se e somente se j=j.

Se além dessas a medida também satisfizer a propriedade abaixo, essa medida sera
uma métrica.

- d(xi x)< d(xi ,x)+ d(x;x,), para todo x;,x; e x, (desigualdade triangular). (VICINI;

SOUZA, 2005)

Em uma rede de coautoria, pode-se avaliar o processo de colaboracdo e o surgimento
de grupos de pesquisa através das distancias em numero de ligagbes entre os pares de
vértices e, neste caso, autores mais préximos uns dos outros podem potencialmente estar
realizando pesquisa em conjunto ou tém alta chance de que isto acontega.

No presente estudo, buscou-se focar no uso de técnicas de deteccao de agrupamentos,
empregando-se os meétodos de clusterizacdo: k-means e espectral, este Gltimo utilizando a
matriz Laplaciana e a Laplaciana sem sinal. O critério escolhido para a deteccdo dos
agrupamentos foi a distancia entre os vértices no caso do algoritmo k-means e a relagdo de
adjacéncia entre os vértices, para os algoritmos espectrais. Nas redes de coautoria avaliadas,
0s Vértices, que representam 0s autores, possuem ligacdes entre si caso possuam alguma
publicacdo em conjunto, assim o objetivo sera agrupar aqueles que tém publicado

conjuntamente e/ou aqueles que possuem 0 menor caminho geodésico possivel entre si.

A Secdao IV.1 abordara o algoritmo de particdo k-means, como este funciona e algumas
de suas vantagens e desvantagens. A Secdo V.2 apresentara os algoritmos espectrais e

algumas matrizes necessarias para o entendimento do funcionamento deste. Na Sec¢éo V.3
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busca-se apresentar os métodos utilizados para a andlise dos resultados gerados pelos

algoritmos de agrupamento.

IV.1 Algoritmo de particdo k-means

O algoritmo k-means é um método de particdo para deteccao de clusteres. De forma
geral, o k-means utiliza como entrada o conjunto de dados contendo n objetos e o nimero de
clusteres k.

Para o emprego do algoritmo k-means, neste trabalho, as entradas utilizadas para o
calculo dos clusteres foram as matrizes de distancia das redes estudadas e o numero k de
clusteres. Esse valor de k varia de acordo com as redes, pois foram feitas diversas rodadas
com diferentes valores com o objetivo de obter melhores resultados de agrupamentos.

Sendo G=(V, E) um grafo conexo com n vértices tal que para todo vértice ie jeV, d;é o
comprimento do menor caminho entre 0s vértices 7 e j, ou seja, corresponde a distancia
geodésica entre eles. Para grafos ndo valorados, considera-se d; como o menor numero de
arestas percorrido entre os vértices. Para todo 7, d;=0. Assim, a matriz distancia de um grafo é
uma matriz simétrica quadrada de ordem n, com todos os elementos da diagonal principal
iguais a 0, e os demais valores correspondentes as distancias entre os vértices 7 e j das
respectivas linhas e colunas. Neste trabalho as matrizes de distancias serdo calculadas a partir
das redes de coautoria, que séo grafos ndo valorados, pois as relacfes entre os autores nao
possuem pesos.

No caso em que o grafo é desconexo, o valor da distancia, dj,, entre dois vértices 7 e J,
que estdo em componentes conexas diferentes, é considerado como infinito. Nos experimentos
computacionais foram utilizadas apenas as componentes gigantes das redes, dessa forma,
todos os grafos sdo conexos. Para o célculo da matriz de distancias utilizou-se no Matlab uma
fungdo chamada graphallshortestpaths que emprega o algoritmo de Johnson para encontrar o
menor caminho para cada par de vértices da rede. A complexidade do algoritmo é de
O(n*log(n)+n*m), onde n é o numero de veértices e m de arestas. O grafo da matriz de
distancias é um grafo completo em que as arestas séo valoradas com um peso que é igual ao
valor da distancia entre os vértices: wy=d;=>0 e w;=w;.

Inicialmente, o usuario escolhe o nimero de clusteres & O algoritmo escolhera entédo
arbitrariamente k& objetos do conjunto de dados que servirdo como centros iniciais dos grupos.
Calcula-se entdo a distancia de cada objeto a cada um desses centros e eles sdo dispostos
Nnos grupos em que apresentam maior similaridade, ou seja, estdo mais proximos. Apés a
determinacdo de cada objeto em um cluster, calcula-se novamente o centro de cada um
desses k grupos, e entdo se recalcula a distancia de cada um dos n objetos a esses centros e

séo reagrupados nos clusteres de acordo com sua similaridade. Esses passos continuam até
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gue n&o haja mudangas nos grupos formados ou no caso de rede muito grande atinja-se o
namero de iteragBes possivel ou determinado. Para o uso do algoritmo k-means foi empregada
uma funcéo ja existente no Matlab, essa funcdo recebia como dados de entrada a matriz de
distancias da rede e o numero k de clusteres que se desejasse dividir a rede. No entanto, foi
feita uma modificacdo nessa funcédo, de forma que ela recebesse como entrada o arquivo da
rede, e calculasse a partir dela a matriz de distancia para entdo realizar a divisdo dos clusteres.

A Figura V.1 apresenta os passos descritos resumidamente.
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Figura IV.1 Exemplo de agrupamento de um conjunto de dados usando k-means
Fonte: Adaptado de HAN et al. (2012)

Um ponto negativo deste algoritmo é que ndo ha garantias que ele convergira ao 6timo
global e frequentemente ele resulta em um 6timo local. Este método também néo é adequado
para a identificacdo de comunidades em conjuntos de dados com forma n&o convexa ou
quando os vértices estao dispostos de forma tal que ou em que 0s grupos possuam tamanhos
muito variados. Um subconjunto X de um espaco vetorial real ou complexo é convexo quando
todo segmento de reta ligando dois pontos de X esta contido em X, assim um conjunto de
dados onde nem toda ligacdo entre dois vértices esteja contida nesse espaco vetorial, tera uma
forma ndo convexa, e 0 método k-means ndo devera gerar boas particdes. Os resultados
também podem depender da selecao inicial dos centros de cada grupo; na pratica, € comum
rodar o algoritmo diversas vezes com diferentes centros iniciais para os clusters. Além disso, o
k-means é sensivel a outliers e variagbes nos dados, isso porque uma pequena mudanca nos
dados pode influenciar substancialmente o valor da média (HAN; KAMBER; PEI, 2012). Por ser
um algoritmo simples, de facil entendimento e poder ser modificado para lidar com grande

quantidade de dados, o k-means é um algoritmo muito utilizado (WU et al., 2008).

IV.2 Algoritmo espectral

O agrupamento espectral inclui técnicas que particionam o conjunto de objetos em
clusteres através do uso de autovetores de matrizes, como a matriz de similaridade e outras
derivadas dela. Diferentemente do algoritmo k-means, que assume que o0 conjunto de dados

possui uma forma convexa, o espectral ndo faz nenhuma suposi¢éo relacionada a forma do
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conjunto de dados a ser particionado, o que confere uma vantagem a seu uso (LUXBURG,
2007). Essa mudanca de representacdo induzida pelo uso de autovetores permite que as
propriedades do agrupamento do conjunto de dados inicial sejam mais evidentes. Com isso, 0
agrupamento espectral consegue separar pontos podendo gerar bons resultados de clusteres
(FORTUNATO, 2010).

A Teoria Espectral de Grafos é um dos principais pontos para o entendimento do
agrupamento espectral. O estudo de autovalores e autovetores de grafos se propde a fornecer
informacdes topolégicas do grafo a partir do estudo do autoespaco das matrizes associadas a
tais grafos.

Ha algumas caracteristicas interessantes relacionadas ao estudo das matrizes dos
grafos e seu espectro. Dois grafos ¢ e H sdo chamados coespectrais quando possuem 0s
mesmos autovalores com suas respectivas multiplicidades, ou seja, spect(G)=spect(H).

Dois grafos G e Hsao isomorfos G~H se existem duas funcdes bijetivas entre o conjunto
de seus vértices de modo que as relagbes de adjacéncia sdo preservadas. As matrizes de
adjacéncia de G e H sao semelhantes, PTA(G)P=A(H), onde P é uma matriz de permutacao
guadrada de ordem n.

Se dois grafos séo isomorfos, entéo eles sdo coespectrais, pois matrizes semelhantes
possuem o mesmo polindmio caracteristico. A reciproca, entretanto, ndao € verdadeira, ou seja,
os grafos podem possuir 0 mesmo espectro e ndo serem isomorfos. Se todos os grafos
coespectrais a ¢ séo isomorfos a G, diz-se que G é caracterizado pelo seu espectro.

Neste trabalho serdo utilizadas as matrizes Laplaciana e Laplaciana sem sinal dos
grafos, e através do uso de algumas propriedades relacionadas a seus autovalores e
autovetores empregar-se-a o agrupamento espectral nos conjuntos de dados utilizados.

Para um melhor entendimento do agrupamento espectral, primeiramente, seréo
apresentadas algumas explicagbes sobre as matrizes utilizadas e certas propriedades e entéo
sera melhor explicado o funcionamento deste algoritmo.

Um maior aprofundamento sobre a Teoria Espectral de Grafos pode ser visto em
CVETKOVIC e SIMIC (2009) e CHUNG (1996).

IV.2.1 Autovalores de matrizes

Seja B uma matriz de ordem n e x um vetor do R, e considere o sistema de equacdes
Bx=4Ax, x =0,

onde A & um escalar. Para A e x#0 que satisfazem o sistema de equacdes acima, diz-se que
A é um autovalor de B e xé autovetor de B associado a L. Isso significa que a matriz Bfaz uma
transformacéo linear sobre o vetor x de forma que o mesmo esta sujeito somente a uma

mudanca na sua magnitude e/ou sentido, mas ndo na sua dire¢cdo. O conjunto de todos os
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autovalores A de B é denominado espectro de B. Interessante ressaltar que, em geral, 0s
autovalores podem ser nimeros complexos. Entretanto, resultados classicos de Algebra
Linear, garantem que o espectro de matrizes simétricas € sempre formado por autovalores
reais. Neste trabalho, o interesse estd focado exatamente no espectro de matrizes simétricas
associadas a grafos, a saber as matrizes Laplaciana e Laplaciana sem sinal que dependem
das definicdes de matrizes de adjacéncia e de graus.

O espectro de um grafo € Unico independente da ordenacdo de seus vértices, pois 0
polinbmio caracteristico € Unico. O espectro de ¢ é representado pela sequéncia em ordem

decrescente dos autovalores da matriz de G, A,(G) = 4,1 (G) = A, (G).

IV.2.2 Matrizes de Adjacéncia e de Grau

A matriz de adjacéncia de um grafo G, denotada por A(G), € uma matriz 0-1, formada de
acordo com a existéncia ou ndo de arestas entre cada par de nds. Assim, a matriz de
adjacéncia de um grafo ndo direcionado G com n vértices € uma matriz de ordem n, e é

representada da seguinte forma:

S {wi j» Se existe uma aresia conectando os vérticesiej
00, caso contrario '
onde wj; € 0 peso da aresta e; no grafo G. Em grafos ndo-valorados, estes pesos sédo definidos
como wy =1 para todas as arestas e; Em grafos valorados, em geral, os pesos das arestas sdo
diferentes entre si.

Assim, para um grafo com n vértices, o grau de cada vértice ; pode ser obtido por

d; = Xj=;a;;. A partir destes graus, define-se a matriz diagonal de graus, denotada por D, do

grafo como

_fdysei=j
Dy; = {ﬂ,sei;&j

Para cada ordenacao de vértices pode-se ter uma matriz de adjacéncia distinta.

IV.2.3 Matriz Laplaciana

A matriz Laplaciana de um grafo G é real e simétrica e pode ser definida por:
L(G) =D(G) - A(G),
onde A(G) é a matriz adjacéncia de G e D(G) é a matriz diagonal cujos elementos s&o 0s graus
dos vértices de G. Prova-se que o menor autovalor associado a L(G) é sempre nulo e tem
como um autovetor o vetor de 1’s. Assim, os autovalores reais de L(G) sdo denotados e

organizados da seguinte forma:
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M1 = M2 2... 2 Ypg = Up=0.

Fiedler (1973) provou que um grafo G € desconexo se e somente se u,;=0. Este
autovalor € amplamente conhecido como conectividade algébrica do grafo, por informar sobre
a conexidade da rede. O autovetor associado a este autovalor € conhecido como vetor de
Fiedler e tem sido amplamente usado para agrupamento de dados (DING et al., 2001; LIU;
STEWART, 2011; QIU; HANCOCK, 2006). Propriedades como esta, além da simetria e da
definicdo de semipositividade de L(G) (o que implica que todos os autovalores sdo maiores ou
iguais a zero) constituem fatores atrativos para diversas aplicacdes em problemas da vida real.
Maiores detalhes sobre a matriz Laplaciana e seus autovalores podem ser vistos em um survey
sobre o tema em MOHAR (1992).

IV.2.4 Matriz Laplaciana sem Sinal

A matriz Laplaciana sem sinal, que também sera utilizada no emprego do algoritmo
espectral neste trabalho, é uma matriz semidefinida positiva e todos os seus autovalores sédo
ndo-negativos. Ela é denotada da seguinte forma:

Q(G) = D(G) + A(G),
onde A(G) é a matriz adjacéncia de G e D(G) € a matriz diagonal cujos elementos sdo os graus
dos vértices de G. O espectro da matriz Laplaciana sem sinal € assim representado:
q:1(G) = q2(G) = ...qn-1(G) = ga (G) = 0.

Neste trabalho sera utilizado o segundo maior autovalor da matriz Laplaciana sem sinal

(g2 no algoritmo de agrupamento. O trabalho de CVETKOVIC e SIMIC (2009) pode ser

consultado para informac¢des mais detalhadas sobre a matriz Laplaciana sem sinal e seu uso.

IV.2.5 O Algoritmo

Como citado por SCHAEFFER (2007), “no agrupamento espectral um autovetor ou uma
combinagdo de varios autovetores sdo usados como uma medida de similaridade do vértice
para a computacdo dos clusteres.” Neste trabalho, sdo desenvolvidas duas versbes do
algoritmo espectral: em uma delas utiliza-se o autovetor associado a conectividade algébrica
do grafo (u.-z), € na outra o segundo maior autovalor da matriz Laplaciana sem sinal (gz).

Uma das principais vantagens do agrupamento espectral reside no fato de que este nédo
faz nenhuma suposicao relacionada a forma dos clusteres. Ademais, para matrizes esparsas, o
agrupamento espectral pode ser aplicado de forma eficaz para grandes conjuntos de dados
(LUXBURG, 2007).

O algoritmo utiliza como entradas a matriz de adjacéncia, que sera utilizada para a

identificacdo dos agrupamentos, e o nimero de clusteres k que se pretende particionar o grafo.
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A partir de A(G) e D(G), as matrizes Laplaciana e Laplaciana sem sinal sdo construidas e seus
autovetores sdo computados. No caso da matriz L(G), o vetor de corte sera o vetor de Fiedler,
que esta associado a u,;, para a matriz Q(G) o vetor de corte utilizado serd o autovetor
associado ao segundo maior autovalor (gz). Esses vetores de corte permitirdo a particdo dos
vértices em k grupos. O corte corresponde a elementos com sinal positivo e negativo nas
entradas do autovetor, assim 0s elementos com sinal positivo pertencerdo a um grupo e
agueles com sinal negativo ao outro grupo. O algoritmo é aplicado recursivamente seguindo
este procedimento.

A medida de qualidade utilizada para analisar a qualidade do agrupamento obtido pelos
algoritmos foi a coesdo. Esta medida é definida como a soma do nimero de arestas dentro de
cada agrupamento. Em geral, nos problemas de agrupamento de redes, busca-se maximizar a
coesao dentro dos grupos visto que € esperado que a maioria das arestas esteja dentro dos
grupos e que haja poucas arestas entre grupos. Ja o corte em uma rede € dado pela soma das
arestas entre grupos. Observe que minimizar o corte é o problema dual de maximizar a coeséo.

Os algoritmos espectrais estdo relacionados a esses parametros pois estdo
relacionados a maximizar a coesdo dentro dos clusteres e minimizar o valor das arestas que
estdo entre clusteres, ou seja, aqueles vértices que estdo mais distantes devem estar em
clusteres separados e por isso 0 somatorio dessas arestas deve ser o minimo possivel para
que se tenha a melhor solugcdo. Dessa forma, pode-se observar que ha relagdo entre os
autovetores da matriz Laplaciana e a medida de corte de arestas de um grafo. Pelo quociente
de Rayleigh,

. Ix
Hyq(6) = M”‘xTeT]u Te DijenWilx — x_:'}z' ‘)
xE
Dada uma particdo Vem V; e V-tal que VuV.=V, pode-se definir um vetor de particdo p

como:

T, rticei € V-
o, ={ seovEIEEt = 1 de forma que pTp =n.

—1, se o vérticei € V3’
Tem-se entdo que:

I:TL: = iE{iJ ey Wi (i — 1y =E corte(V,V5), 9
onde corte(Vy,Vs) = Erev, jer1 Wi . Observe que o problema de minimizagéo (8) pode ser
estimado por (9), que esta diretamente relacionado ao problema de corte. Assim, o problema

de agrupamento Laplaciano espectral € um problema de minimizacéo do corte.
LIU e STEWART (2011) observam que ao utilizar-se a matriz Laplaciana sem sinal em
(8), o problema € o dual do problema de minimizagdo do corte na matriz Laplaciana. Nesse
caso € um problema que originalmente tem a fung&o objetivo de maximizar as arestas dentro
dos clusteres. Assim, a funcdo objetivo para o problema utilizando a matriz Laplaciana sem

sinal é de maximizar a coesao e sera escrita como:
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plop 1 4
Max _FITF = ;{4E;lj5pl}w“ + 42;1{? Eyz}wij} = ; Max Cﬂe.ﬁ'ﬂ-ﬂ(?ij Fz} (10)

Como observado na equacao (10), a fungéo objetivo para o algoritmo espectral com uso
da matriz Q é um problema de maximizacdo da coesdo, dessa forma, deve-se escolher como
vetor de corte para divisdo da rede em grupos o0 autovetor relacionado ao maior autovalor,
porém como todas as entradas de g; sdo positivas, optou-se pelo uso de gz.

A mudanca de representacdo dos pontos dos dados da rede para pontos no espago
vetorial € Util devido as propriedades da matriz Laplaciana. Ocorre uma transformacgdo do
conjunto de dados inicial em um conjunto de pontos no espac¢o, sendo as coordenadas desse
ponto elementos dos autovetores. Essa transformacao do conjunto de dados faz com que as
propriedades do cluster se tornem mais evidentes, o que pode permitir que 0S grupos sejam
detectados com maior facilidade (FORTUNATO, 2010).

Os algoritmos utilizados para geracdo dos resultados dessa dissertagdo foram
implementados no OCTAVE. A divisdo dos clusteres foi feita em forma de arvore, assim,
inicialmente, o conjunto de objetos foram divididos em dois grupos, e, de acordo com o nimero
de clusteres requeridos, os ramos dessas arvores eram divididos em mais dois grupos, e assim
sucessivamente até que o conjunto de dados estivesse dividido em k clusteres.

Os dados de entrada dos algoritmos séo a matriz de adjacéncia do grafo e o tamanho
minimo de um cluster para ser subdividido. O tamanho minimo refere-se ao numero de vértices
presente nos clusteres, ou seja, se o cluster possui um nimero de vértices igual ou maior do
que esse tamanho minimo, o mesmo sera subdividido. Esse procedimento é aplicado
recursivamente e dividem os vértices em grupos. As sucessivas subdivisdes realizadas podem
ser representadas por meio de uma arvore binaria. Mais detalhadamente, pode-se dizer que o
algoritmo funciona do seguinte modo: inicialmente, a rede possui todos os vértices em um sé
cluster. Quando se coloca como entrada o nimero total de vértices dessa rede como tamanho
minimo de um cluster para ser subdividido, entédo o algoritmo calculara o vetor de corte, dado
pelo autovetor adequado, e dividira a rede em dois grupos, que representam dois ramos da
arvore. Para que os ramos sejam subdivididos com diferentes quantidades de k, € necessario
gue se faca diversas rodadas modificando o tamanho minimo de um cluster para ser
subdividido. Assim, quando os ramos possuem um numero de vértices maior do que o minimo
pedido calcula-se o novo vetor de corte e esse cluster é dividido em mais dois, e assim
sucessivamente, até que ndo haja ramos finais com numero de vértices maior que o niamero
minimo que foi dado de entrada. Ao final, € gerado um arquivo de particdo com os clusteres
respectivos a cada vértice.

Através da Figura 1V.2, pode-se entender mais facilmente como ocorre esse
agrupamento. Inicialmente, tem-se uma rede com n=1000 e o tamanho minimo para um cluster
é igual a 400. E calculado o vetor de corte e os vértices em que as entradas no vetor s&o

positivas passardo a pertencer a um cluster e aqueles com entradas negativas a outro. Sao
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formados dois clusteres, um com n=250 e outro com n=750. Como o tamanho minimo & igual a
400, o cluster com n=750 sofre nova divisdo, ou seja, um novo vetor de corte € calculado, e
novamente os vértices sao divididos em grupos de acordo com as entradas que apresentam no
vetor de corte. Nesse exemplo, a rede é particionada em trés grupos com nameros de vértices

iguais a 350, 400 e 250, os quais sdo os ramos finais da arvore.

N2 de vértices da

rede (Exemplo
n=1000)

I | .|.

Vértices com
entradas positivas
no vetor de corte

Vértices com
entradas negativas
no vetor de corte

(Cluster=750) (Cluster=250)
= +
Vértices com Vértices com
entradas negativas entradas positivas Ramo final
no vetor de corte no vetor de corte (Cluster = 250)
(Cluster=350) {Cluster=400)

Ramo final Ramo final Ramo final

(Cluster=350) {Cluster=400) (Cluster=250)

Figura IV.2 Exemplo do agrupamento com algoritmo espectral

IV.3 Medidas para analise dos resultados

O emprego de algoritmos para a deteccdo de comunidades é importante para a analise
dos dados das redes, pois auxilia 0 estudo de diferentes caracteristicas presentes nos atores
da rede que passam a ser agrupados de acordo com a similaridade percebida entre eles.
Porém os algoritmos por ndo serem métodos que conduzem & solugéo 6tima possuem também
algumas desvantagens que influenciam seus resultados. Com isso, algumas medidas podem
ser utilizadas para avaliar os resultados obtidos pelas técnicas de agrupamento empregadas,
essas medidas de qualidade ajudam a avaliar qudo bons esses resultados séo, ou seja, 0
quanto os grupos formados conseguiram ajustar o conjunto de dados de modo que esses
clusteres apresentassem grande similaridade interna (entre vértices do mesmo cluster) e baixa

similaridade externa (entre vértices de clusteres diferentes). Existem métricas de qualidade que
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também auxiliam na comparagdo de métodos diferentes empregados na identificacdo de
agrupamentos em um mesmo conjunto de dados.

Serdo empregadas duas formas de comparacdo dos resultados obtidos pelos
algoritmos. A primeira serd baseada em um Modelo de Programacéo Linear Inteira e sera
utilizada nos testes em redes pequenas com tamanhos que variam de aproximadamente 20 a
80 vértices. A solugcdo resultante desse modelo que buscard a solugdo 6tima para os
agrupamentos das redes serd comparada as solucdes dos algoritmos espectrais para que se
possa avaliar os melhores resultados. Ja para redes maiores, como o0 Modelo de PLI utilizado
ndo funciona bem para tais redes, serd utilizada a medida de qualidade chamada
modularidade, através do seu uso serd possivel fazer a comparacdo dos resultados obtidos
para 0s agrupamentos de tais redes.

A Subsecéo IV.3.1 apresentara a medida Modularidade, e o Modelo de Programacéo

Linear Inteira sera exposto na Subsecao 1V.3.2.

IV.3.1 Modularidade

De acordo com NEWMAN (2006), a modularidade baseia-se na ideia de que um grafo
aleatorio ndo deve possuir uma estrutura de comunidade. Dessa forma, é feita uma
comparagdo entre a densidade real das arestas em um subgrafo e a densidade que se
esperaria neste subgrafo se os vértices do grafo tivessem sido conectados aleatoriamente.
Assim, redes com valores altos de modularidade possuem alta coesdo dentro dos grupos
formados e entre os diferentes grupos as ligacbes sdo esparsas. Ou seja, a modularidade
compara o numero de arestas dentro de um grupo com o numero esperado de arestas que se
podem encontrar no cluster se a rede fosse aleatéria, com o0 mesmo namero de vértices e onde
cada vértice mantém o seu grau.

Esta medida é dada por uma fungcdo que € maximizada para encontrar uma particdo
que divide a rede em dois grupos. Considerando um grafo & néo direcionado com n vértices e
m arestas que pode ser dividido em 2 comunidades, se o vértice / pertence a comunidade 1
entdo s,=1, se j pertence a comunidade 2, s,=-1, e 4;€ a matriz de adjacéncia do grafo, a

func&o de modularidade pode ser calculada pela equagéo (11):
_1 did; _ 1 did;
Q= :ﬂzij{ﬂij - [_}{Sifj +1) = :nzi_:{ﬂij - z[_mj'fif', (11)

2m

1 s - . . ;-
onde ;{sis_,- +1) =1 se os vértices / e j pertencem ao mesmo grupo e 0, caso contrério. Os

graus dos vértices sao representados por d; e d, e o numero de arestas esperado entre 0s
did

vértices 7 e jse as arestas foram colocadas aleatoriamente é igual a

]
Im
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A equacéo (11) é utilizada para calcular a modularidade apenas para redes divididas em
2 comunidades, o particionamento hierarquico € uma aproximacao que pode ser utilizada para
calcular a medida para redes com diferentes numeros de clusteres, pois através do seu uso
pode-se particionar cada um das 2 comunidades em 2 outras subcomunidades e assim por
diante de acordo com o numero de comunidades da rede.

N . . : 1 .
A equacdo de modularidade pode também ser escrita como @ = ESTBE, onde sé o
didj

2m

vetor coluna cujos elementos sé@o s;e £ € uma matriz simétrica tal que: B;; = A;; —

O valor da modularidade pode ser positivo ou negativo, sendo que valores positivos
indicam a possivel presenca de estrutura de comunidade, pois esse valor € alcangcado quando
0 numero de arestas dentro de cada cluster excede aquele esperado em um grafo aleatorio.
Além disso, valores altos de modularidade indicam boas parti¢cdes, porém o valor dessa medida
nao deve ser usado para comparar grafos de tamanhos diferentes (FORTUNATO, 2010).
Assim, quanto maior o valor da Modularidade, melhor a divisdo feita pelo algoritmo de
agrupamento. Na Figura 1V.3 sédo apresentados dois exemplos de redes de mesmo tamanho,
porém com valores de modularidade bem diferentes. A rede (a) apresenta uma estrutura de
comunidade e a particdo encontrada possui valor positivo para a modularidade, ja a rede (b) é
uma rede gerada de forma aleat6ria, ndo possuindo estrutura de comunidade e, como

apresentado na figura, a particdo gerada possui valor negativo para a modularidade.
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Figura IV.3 Exemplos de redes com Modularidade (a) positiva, 9=0,4896 e (b) negativa,
Q=-01142

FORTUNATO e BARTHELEMY (2007), SARKAR e DONG (2011), em seus trabalhos
sinalizaram alguns pontos negativos para a modularidade. Um deles é que essa medida é
valida somente para grafos unipartidos, e, além disso, grupos sobrepostos ndo sao revelados,
e essa medida ndo consegue detectar subestruturas pequenas escondidas dentro de

comunidades maiores.
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IV.3.2 Modelo de Programacao Linear Inteira

O Modelo de Programacdo Linear Inteira utilizado foi o mesmo estudado por
NASCIMENTO et al. (2010), que por sua vez baseou seu trabalho em RAO (1971) cuja
proposta era apresentar modelos para minimizar o somatério dos quadrados das distancias
dentro dos grupos; e uma alternativa era minimizar a maxima distancia dentro do grupo, ou
seja, minimizar o didmetro. O autor apresentou diversos modelos que pudessem analisar 0s
diferentes objetivos requeridos para se obter a solucdo 6tima para o agrupamento. A partir

desses modelos, NASCIMENTO et al. (2010) sugeriram o modelo a seguir:

N-1 N
Min Z Z di'_;l'}"i_;l'

i=1 j=i+l
Sujeito a:
Ef:lxik =1, i= 1_. vany N (1)
E‘;‘r:j_xfk =1L, k=1,...M (2)
xz €001}, i=1 .. ,N, k=1,..,M @3)
}ri}-zxik'l'xjk_i, !.:-].JJNJ_j':E.ﬂ-'LJNJk:'lJJM (4)
.]'?E'_;I'Eﬂ.l E::--]-_u---_url'lir_l j:i+1_...._,N (5)

onde d; é a distancia entre os vértices i e j; N € o numero de vértices; M € o nimero de
clusteres; xx € uma variavel binaria que assume valor 1, se o vértice i pertence ao cluster k e 0,
caso contrério; y; € uma variavel real que assume o valor 1 se 0s Vvértices i e j pertencem ao
mesmo cluster e 0, caso contrario.

A func@o objetivo busca minimizar a distancia entre os vértices que pertencem ao
mesmo cluster. A restricdo (1) garante que o Vvértice i pertence a somente um cluster. A
restricdo (2) garante que o cluster k possui pelo menos um vértice. As restricdes (4) e (5)
garantem que y; assume o valor 1 se ambos xi e xj forem iguais a 1.

Como o objetivo dos algoritmos empregados nesse estudo é de minimizar o somatorio
das distancias dentro dos clusteres e maximizar o somatorio delas entre clusteres, o modelo
apresentado acima cumprira com este objetivo ao fazer o agrupamento das redes que seréao

testadas.
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Capitulo V - Descricdo da Base de dados DBLP

A base de dados utilizada abrange apenas publicacbes referente a ciéncia da
computacdo, focando em publicagBes internacionais e em inglés. Como ha limitagbes de
recursos para que todas as publicacdes realizadas na area sejam indexadas, ha uma
prioridade na inclusdo das Conferéncias, Periddicos, etc, buscando-se aqueles com maior
mérito e de importadncia para a comunidade cientifica dessa area (DBLP, 2014). Para a
realizacdo dos experimentos computacionais foram extraidos alguns dados de publicacdes
dessa base para montagem de seis redes de coautoria.

Inicialmente a sigla significava, “Database systems and Logic Programming”, pois a
base de dados focava publicacbes desse campo de pesquisa, porém com o passar dos anos
expandiu-se as indexagfes para todos os campos de pesquisa relacionados a ciéncias da
computacao, e adotou-se “Digital Bibliography & Library Project” como novo significado para a
sigla. Essa base de dados foi escolhida para analise, pois é uma das bases mais completas
que contém informacfes bibliograficas sobre os principais periodicos, publicagcbes em
conferéncias, teses e livros de ciéncias da computacdo, desde o ano de 1936 até os dias de
hoje. Atualmente, existem mais de 2,3 milhdes de publicagbes indexadas, publicadas por mais
de 1,2 milhGes de autores. Essas publicacbes provém de mais de 18.000 volumes de
periodicos; aproximadamente, 20.000 conferéncias e workshops; e mais de 15.000
monografias.

Percebe-se que, nas ultimas décadas, houve um crescimento consideravel do nimero
de publicacdes na area de ciéncias da computacdo, e um dos fatores que deve ter contribuido
para tal fato é a maior disponibilidade de tecnologias e capacidade dos computadores. E
também, o aumento da necessidade para lidar com a crescente quantidade e variedade de
dados, além da complexidade de tratar tais volumes de dados, 0 que deve ter incentivado o
maior namero de trabalhos na area e o desenvolvimento de novas técnicas que auxiliam a
resolucdo de diversos problemas em sistemas reais.

A Figura V.1 mostra esse aumento no namero de publicagdes com dados extraidos das
publicagbes indexadas na base DBLP. A variagcdo, em numeros absolutos, foi de 12
publicacbes em 1936 a 192.664 no ano de 2013. As publicactes estdo divididas de acordo com
o tipo, se foram publicadas em Conferéncias, Peridédicos, no Repositério de Pesquisa da
Computacéo, Editoriais ou Livros. Nota-se que a maior parte das publicacdes indexadas refere-
se a Conferéncias e Periddicos, e que nos anos de 2011 e 2012 o namero de publicacdes
passou de 200.000. Com esse grande aumento do numero de publicacbes, essas redes
também devem ter sofrido diversas modificacées ao longo do tempo, sendo significantes os

estudos relacionados a redes de colaboracao cientifica nessa area.
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Publicagbes por ano
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Figura V.1 Publicacdes indexadas por ano

Através da Figura V.2, que mostra os tipos de publica¢des indexadas na base durante o
periodo de 1936 a 2013, fica mais clara a diferenga nas quantidades de publicacdes de cada
tipo. Aquelas referentes a Conferéncias e Peridédicos sdo responsaveis por mais de 95% de
todas as indexacdes da base de dados. A menor quantidade de publicagBes refere-se aos
Livros. E esperado que esses estejam em menor nimero gque 0s artigos, Visto que existem
diversos Periddicos e estes publicam muitos artigos, assim como as Conferéncias que
publicam os trabalhos que sé@o apresentados, enquanto os Livros demoram um tempo maior e

necessitam de mais contetdos para publicacéo.
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Tipos de Publicagoes
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Figura V.2 Tipos de publica¢gbes indexadas na base DBLP

O site da DBLP apresenta uma lista com diversas informagdes, como nome dos
autores, titulo do artigo, periddico, volume, paginas, ano de publicacdo, entre outras, que
podem variar de acordo com o arquivo escolhido. O site também disponibiliza o arquivo com a
base de dados completa em xml. E, além disso, € possivel realizar buscas refinadas e gerar
arquivos xml com tais resultados.

Dado que a base conta com mais de 2 milhdes de publicagBes indexadas, lidar com
todos esses dados se tornaria uma tarefa que despenderia muito tempo, pois sdo necessarios
alguns tratamentos. Como o objetivo principal ndo € aplicar os algoritmos em redes muito
grandes, mas sim testar seus resultados para serem implementados, além de algumas
limitagcbes que foram impostas pelos softwares utilizados, a restricdo no tamanho das redes foi
uma solucdo escolhida, optando-se por um refinamento para sele¢cdo dos dados na base
DBLP.

O site conta com alguns motores de busca, dentre eles escolheu-se utilizar o
CompleteSearch. A selecédo foi realizada com base na escolha de alguns critérios para
refinamento: em tipo, escolheu-se Journals (Periédicos), e em autores foram selecionados os
25 com mais publicacgBes. A partir dessa selecdo foram gerados os arquivos em xml de cada
autor. Os dados extraidos continham diversas informac¢des como, nomes dos autores, titulo do
artigo, nome do periédico, paginas, nimero, volume, ano, endereco no site, e cada artigo

possui um id diferente.
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Para formacdo das redes de autoria utilizou-se o Microsoft Excel para edicdo e
tratamento dos dados. Selecionaram-se entdo as colunas id correspondente aos artigos e a
coluna com os nomes dos autores participantes de cada artigo. Durante a montagem da rede,
notou-se que a autora Diane Crawford, a 242 da lista dos 25 autores, possuia apenas artigos
publicados sozinha, como o objetivo do trabalho é o estudo de redes de coautoria, excluiu-se
essa autora da lista e selecionou-se o autor David J. Evans, que est& na 262 posigao.

Além disso, percebeu-se que 7 autores estavam citados com nomes diferentes na lista
de artigos, como Thomas D. Wilson, que além desse nome também é citado como T. D. Wilson
e Tom Wilson. Assim, foi necesséario um tratamento dos nomes desses autores, padronizando
0s homes para que fossem contados como apenas um. Como a selecéo no site foi feita autor a
autor, algumas publica¢des estavam repetidas, visto que alguns autores haviam publicado com
outros dessa rede de 25 autores, dessa forma, foi necessario tratar esses dados excluindo-se
os dados duplicados.

Apoés esses tratamentos, foi montada a rede de autoria contando com 5099 autores
(inclui-se nessa lista os coautores desses 25 autores) e 7481 artigos, abrangendo o periodo de
tempo de 1965 a 2013. Na rede de autoria 0s vértices representam autores e artigos, nelas os
autores estéo ligados a artigos que publicaram e ndo ha arestas ligando artigo com artigo, nem
autor com autor. A partir da rede de autoria foi gerada a rede de coautoria, onde os vértices
passam a representar os autores e ha arestas entre eles caso possuam alguma publicagdo em
coautoria. A Figura V.3 mostra o total de publicacbes de cada autor da lista dos 25 durante o
periodo de 1965 a 2013.
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Figura V.3 Total de publicacdes de 1965 a 2013 por autor

A Figura V.4 apresenta o numero de publicagdes por ano, é notavel o crescimento nas
publicacbes a partir do ano 2002. E interessante notar que ndo somente o nimero de
publicagBes cresceram nos ultimos anos, mas também o namero de autores que publicam
artigos como pode ser observado na Figura V.5, com isso ha um aumento de contribui¢cdes

em pesquisas na area.
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Figura V.5 Nimero de autores que publicaram em cada ano de 1965 a 2013
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Analisando as publicagfes, observou-se que a maioria delas sdo em coautoria, mais de

80%, e 0 numero de autores participantes em um artigo pode ser maior do que 20, todavia a
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maioria delas, mais de 80%, possui entre 2 a 5 autores. Essas informa¢des podem ser melhor

visualizadas nas figuras V.6 e V.7.

4 N2 de publicagdes com 1 autor M N2 de publicagdes em coautoria

Figura V.6 Porcentagem de publicacées em coautoria e individual
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Figura V.7 Quantidade de artigos com diferentes nimeros de autores
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Na Figura V.8 pode-se visualizar os autores que mais publicam em coautoria e aqueles

em que a maioria de suas publicac@es é feita de forma individual.
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Figura V.8 Porcentagem de publicagdes individuais e em coautoria de cada autor

A Figura V.9 apresenta a quantidade de periédicos em que os autores publicaram, Ming
Li foi o que mais publicou em periddicos diferentes, porém ndo é o que mais possui
publicagbes, jA& os autores Robert L. Glass e Thomas D. Wilson foram os que menos
publicaram em diferentes periddicos.

Na Figura V.10 estado os 31 periédicos que os autores selecionados mais publicaram, as

publicagBes nesses peridédicos somam 50% de todas as publicagdes feitas por eles.
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Capitulo VI - Experimentos computacionais

Neste capitulo, os resultados computacionais obtidos a partir da aplicacdo dos
algoritmos espectrais e k-means sobre redes de coautoria de tamanhos diversos sao
analisados com o uso da modularidade. Em patrticular, foram selecionadas e analisadas redes
provenientes da base DBLP (Digital Bibliography & Library Project). Um modelo de
programacao linear inteira foi utilizado com o objetivo de definir agrupamentos étimos em redes
pequenas (até 80 vértices) e esses resultados foram comparados com o0s gerados pelos
algoritmos espectrais. Como os algoritmos espectrais funcionam sob a hipétese de conexao da
rede, todas as andlises dos algoritmos espectrais foram realizadas sobre as componentes
gigantes das redes de coautoria. A implementacdo dos algoritmos considerou as seguintes
ferramentas: Matlab, OCTAVE, XPRESS e Pajek.

Este capitulo esta dividido em trés secdes. Na Secéo VI.1, sdo apresentadas as 100
redes geradas seguindo a Lei de Poténcias, com a finalidade de comparar os resultados
obtidos pelas heuristicas espectrais com as solu¢cfes exatas fornecidas pelo modelo de PLI
aplicados sobre essas redes. A Secéo VI.2 apresenta trés redes de coautoria utilizadas na
literatura, algumas medidas relacionadas a elas e os resultados de agrupamentos obtidos pelos
algoritmos e a modularidade decorrente de cada rodada realizada. A Secao VI.3 apresenta seis
redes de coautoria formadas a partir de dados retirados da base DBLP, assim como algumas
medidas relacionadas a elas e os resultados de agrupamentos obtidos pelos algoritmos e a

modularidade decorrente de cada rodada realizada.

VI.1 Caso 1: redes seguindo a Lei de Poténcia

Este primeiro experimento considera 100 redes geradas seguindo a Lei de Poténcias
(ou livres de escala) a partir da ferramenta Pajek. Optou-se por gerar redes livres de escala
porque nessas redes a probabilidade de dois vértices estarem ligados ndo é a mesma para
todos os pares de vértices, o que favorece a formacao de grupos. As redes geradas pelo Pajek

seguem a distribuicdo de probabilidades dada pela equacgéo (12):

_ v, 1
Priv)=a —ty- (12,

onde a+y=1 (BATAGELJ; MRVAR, 2011). Todas as redes geradas sdo néo direcionadas e
possuem grau médio igual a dois, a probabilidade inicial de linhas é igual a 0,2 e ¢=0,25. O
objetivo desta primeira bateria de testes é gerar redes pequenas, aplicar um método exato, a
partir do XPRESS, e dois métodos heuristicos espectrais para definir os agrupamentos. Os
resultados obtidos pelos métodos sdo comparados como uma forma preliminar de avaliar o

desempenho das heuristicas.
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A Tabela VI.1 apresenta a ordem de cada rede na primeira coluna e o total de redes

geradas na segunda coluna. Vale ressaltar que os algoritmos exatos e heuristicos foram

aplicados sobre a componente conexa de cada rede, o que apresentou uma variagdo na ordem

de, aproximadamente, 20 a 80 vértices.

Tabela VI.1 Redes geradas segundo Lei de Poténcias

N2 de vértices na

fi de Redes |N?de vértices| componente
gigante
20 50 19-27
20 75 32-41
20 100 41-56
20 125 50-68
20 150 62-83

Para as 20 redes menores, em que a dimenséo das componentes conexas variou de 19

a 27 vertices, o Modelo de PL atingiu a solugdo 6tima em poucos segundos (por volta de 5s),

porém quando o nimero de vértices passou a aumentar, a partir de 32 vértices, o modelo

passou a ter um tempo de execugcdo muito alto, levando horas, isso porque ao aumentar o

namero de vértices aumenta-se o nimero de restricbes. Assim, para as 80 redes que possuem

namero de vértices maior ou igual a 32, fixou-se um tempo de 10 minutos para a execuc¢ao do

modelo, utilizando-se a solugdo encontrada nesse tempo para comparagdo com os algoritmos

espectrais. Esses algoritmos tiveram um tempo de execucdo inferior a 10 minutos para todas

as 100 redes. A Figura VI.1 apresenta o valor da fungcédo objetivo obtido a partir do modelo

exato e dos algoritmos espectrais laplaciano e laplaciano sem sinal.
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A partir da Figura V1.1, observa-se que para as 20 menores redes os algoritmos
espectrais ndo apresentaram a solugéo étima, mas obtiveram resultados préximos. Para as 80
redes maiores a solucdo obtida como resultado do modelo de PL foram melhores que aquelas
apresentadas pelos algoritmos espectrais. Como a funcdo objetivo do modelo de PLI buscava
minimizar o somatério das distancias dentro dos clusteres, calculou-se esse somatério para 0s
clusteres gerados pelos algoritmos espectrais para comparacao. O eixo vertical do grafico
mostra 0s valores dessa coesao interna, assim quanto maior esse valor pior o resultado do
agrupamento, com isso € bem notavel que o modelo de PL foi o melhor para todas as redes.

Todavia, esse modelo de programacao linear inteira ndo p6de ser aplicado em redes
com numero de vértices da ordem de 10° pois além de o tempo de execucdo ser ainda mais
alto, no computador em que se testou, o software XPRESS néo foi capaz de ler os dados de
entrada e rodar o modelo. As especificagbes do computador utilizado para rodar o modelo de
PL no XPRESS séo as seguintes: Processador: Intel Core i5-3300; Memodria Instalada (RAM):
8,00 GB; Sistema Operacional de 64 Bits.

VI.2 Caso 2: 03 redes de coautoria extraidas da literatura

Foram analisadas trés redes de coautoria retiradas de trabalhos publicados
recentemente. Nesta secao serdo apresentadas algumas andlises referentes as componentes
gigantes dessas redes e os resultados obtidos pela implementacéo dos algoritmos espectrais e
k-means.

Trés redes de coautoria sdo apresentadas nesta secéo:

Rede 1: A rede formada por pesquisadores do CNPq, obtida por BARBOSA et al.
(2011), € uma rede conexa que contém 207 vértices e 520 arestas e que pode ser visualizada
na Figura VI.2. Cada vértice representa um pesquisador com publicacdo de artigos
relacionados a area de Teoria dos Grafos. Dois pesquisadores séo conectados por uma aresta
caso possuam pelo menos uma publicagdo em coautoria que esteja informada em seus
curriculos Lattes. A informacdo foi extraida da plataforma Lattes no periodo de Outubro a
Novembro de 2010, conforme informado em BARBOSA et al. (2011). Como essa é uma rede

conexa, foi utilizada a rede original.
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Figura VI.2 Rede de pesquisadores do CNPq

Rede 2: rede de coautoria obtida por SOUZA e BARBASTEFANO (2011) a partir dos
autores que publicaram artigos sobre o tema Analise do Ciclo de Vida constantes na base
ISI/Web of Science. Trata-se de uma rede com componente gigante contendo 955 vértices e

2810 arestas apresentada na Figura VI.3.

Figura VI.3 Componente gigante da rede de coautoria de publica¢des sobre Analise do ciclo de

vida

Rede 3: rede de coautoria obtida por SOUZA et al. (2012) e cuja componente gigante

contendo 2171 vértices e 6350 arestas pode ser visualizada na Figura VI.4. Este fragmento da
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rede representa aproximadamente 50% da rede inicial e € composta por autores que
publicaram na revista Quimica Nova desde sua indexacao na base ISI/Web of Science.

Figura VI.4 Componente gigante da rede de coautoria da revista Quimica Nova

Foram feitas algumas andlises das propriedades dessas redes de coautoria
relacionadas a medidas de centralidade e coeséo.

A Tabela VI.2 apresenta alguns resultados relativos as propriedades das Redes 1, 2 e
3. Através dos valores das distancias médias das redes, percebe-se que as redes CNPQ e
ACV seguem um comportamento que se ajusta a hipoétese de mundo pequeno, pois possuem
em média seis graus de distancia ou menos entre o0s autores. Ja a rede formada pelos autores
da revista Quimica Nova possui uma distdncia média um pouco maior de 8,196. A maior
distancia entre dois vértices também foi detectada na rede Quimica Nova, sendo de 19, e a
menor refere-se a rede CNPQ, igual a 7.

A rede CNPQ é a rede mais densa das trés analisadas na Tabela VI.2. Enquanto a rede
ACV possui, aproximadamente 0,62% das possiveis arestas da rede, e a rede Quimica Nova
possui, aproximadamente, 0,27%, a rede CNPQ possui mais de 2% das possiveis arestas da
rede. Porém, em relagdo ao grau médio, a rede ACV é a que apresenta o maior valor de
5,8848 e a CNPQ o menor, 5,0242. Analises relacionadas aos graus das redes serédo expostas
mais a frente, comparando-se o0 grau normalizado dos principais autores de cada rede, pois
como as redes possuem tamanhos bem diferenciados a comparacdo das medidas de
centralidade, para ser mais criteriosa, deve utilizar valores normalizados, de acordo com o

tamanho das redes analisadas.
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Tabela VI.2 Propriedades das redes CNPg, ACV e Quimica Nova

Rede
. Quimica
P dad CNP ACV
ropriedade Q Nova
NUmero de Autores 207 955 2171
NUmero de arestas 520 2810 6350
Distancia média 3,601 6,592 8,196
Maior distancia 7 17 19
Densidade 2,44E-02 6,17E-03 2,69E-03
Grau Médio 5,024 5,885 5,850
Cogfici.ente o dalLeide 1.217 1.763 1.979
poténcias
Coeficiente de R do d
ge |C|en? ? egrzessao a 0773 0.812 0.835
Lei de poténcias - R
Coeficiente de Clusterizacao
de Watts-Strogatz 0,8300 0,8333 0,8437

Uma observacdo dos resultados na Tabela VI.2 mostra que as trés redes possuem
valores préximos de grau médio, todavia nota-se que o tamanho da rede de pesquisadores do
CNPq corresponde a apenas 9,5% do tamanho da rede de autores que publicaram na revista
Quimica Nova. Essa observacdo é importante, pois uma rede com 207 vértices e grau médio
igual a 5 é bem mais densa que uma rede com 2171 vértices e grau médio também igual a 5,
pois como visto a primeira possui 2% de todas as possiveis arestas e a Ultima, apenas 0,27%.
Sendo assim, apesar de as redes possuirem valores parecidos de grau médio, a interpretacéo
desses resultados leva a conclusdes bem diferentes que poderdo ser melhor visualizadas ao
se comparar os valores normalizados.

O coeficiente de clusterizacdo de Watts-Strogatz mede a razdo média entre o niumero
de pares de vértices conectados por arestas e o nimero de pares de vizinhos. E uma medida
do quanto um grafo se aproxima localmente de um grafo completo ou clique (WATTS;
STROGATZ, 1998). Como em uma rede de coautoria, cada artigo é uma clique, pois todos os
autores do mesmo artigo estdo ligados, em uma rede menos densa a probabilidade de um
vértice estar ligado a apenas cliques € maior do que em uma rede mais densa. I1sso € notado
nos resultados da Tabela V1.2, a rede Quimica Nova é a menos densa das trés e a que possui
maior valor para o coeficiente de clusterizacéo.

Através das figuras que apresentam a distribuicdo de graus das redes, percebe-se que
apesar de a Rede CNPQ ser a mais densa, ela apresenta uma distribuicdo de graus mais
suave (Figura VI.5a). Ja as redes ACV e Quimica Nova, apesar de serem menos densas, sao

redes maiores, em que poucos autores possuem graus elevados, ou seja, estdo ligados a
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muitos outros autores, e a maioria possui um valor de grau pequeno, ou seja, publicam com um
grupo mais limitado de outros autores (Figura VI.5b e Figura VI.5c). Percebe-se também que a
distribuicdo dos graus da Rede Quimica Nova é a que mais se adéqua a lei de poténcias, visto
que seu coeficiente de regressdo da reta de tendéncia linear foi o maior das trés, R?=0,8353.
Essas redes, entretanto, seguem lei de poténcias com corte exponencial, pois como se pode
observar na Figura VI.5 as distribuicdes seguem uma curva na escala logaritmica utilizada e

ndo uma linha reta como seria esperado caso seguissem uma lei de poténcias pura.

(a) Rede CNPq (b) Rede ACV
1000

100 y = 689,15x 1736

. R?=0,8116
y = 64,432x1217 100 .
R?=0,7728
10
10
1 1 -
1 10 100 1 10 100

(c) Rede Quimica Nova

10000
y = 24571979

R=
1000 0,8353

100 *

10

Figura VI.5 Gréfico log-log dos graus dos vértices versus a frequéncia dos graus da (a) Rede
do CNPq; (b) Rede de Andlise do Ciclo de Vida; e (c) Rede Quimica Nova

A taxa de decaimento da funcdo de cada uma das redes é menor que aquela
encontrada nas redes estudadas por ALBERT et al. (1999), isso pode ser porque nas
presentes redes mesmo que seja maior 0 nUmero de autores com grau pequeno e a medida
gue o valor do grau aumenta nota-se uma diminuicdo na quantidade de autores, essa queda é
mais suave.

A centralidade de grau € uma das medidas mais simples e fécil de avaliar quao central é
um vértice na rede. Entretanto, como observado anteriormente, ndo faz sentido comparar os
graus de vértices de redes diferentes com tamanhos variados. Por exemplo, ndo se pode
comparar a rede do CNPg em que o maior grau € igual a 59 e o total de vértices é igual a 207
com a rede de Quimica Nova onde o maior grau € igual a 54 e o total de vértices é igual a

2171. A comparacdo de valores absolutos nos diria que os vértices que possuem 0 maior grau
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em cada rede possuem valor semelhante, porém na realidade, o vértice pertencente a rede do
CNPq esté ligado a, aproximadamente, 29% da rede, enquanto o pertencente a Quimica Nova
conecta-se com apenas, aproximadamente, 2,5% dos vértices da rede. Assim, atraveés dessa
andlise mais aprofundada, percebe-se que a rede do CNPqg € mais conexa que a Quimica
Nova. Para que fosse possivel analisar os valores de centralidade dos principais autores de
cada rede foi utilizada a medida normalizada, proposta por FREEMAN (1978). Escolheu-se os
25 autores com valores mais altos de grau de cada rede para compor essa comparacao que

pode ser vista na Tabela VI.3.

Tabela V1.3 Resultados para os 25 autores com maiores valores de grau normalizado de cada rede

Grau normalizado

CNPQ ACV Quimica Nova
1|SZWARCFITER,J.L. 0,2864 [JOLLIET, O 0,0587 [PINTO, AC 0,0249
2|FIGUEIREDO,C.M.H. 0,2282 |HUWBREGTS, M 0,0566 |DE SOUZA, AO 0,0221
3|ABREU,N.M.M. 0,2039 |HAUSCHILD, M 0,0409 |BERLINCK, RGS 0,0217
4|PROTTI,F. 0,1602 |[VAN DE MEENT, D 0,0388 |BRAZ, R 0,0212
5|KLEIN,S. 0,1456 |[MARGNI, M 0,0367 |GALETTI, FCS 0,0203
6|FARIA,L. 0,1214 |HUNGERBUHLER, K 0,0356 |[SILVA, CL 0,0203
7|MELLO,C.P. 0,0971 |CANALS, L 0,0346 |AFONSO, JC 0,0194
8|REED,B. 0,0825 |HELLWEG, S 0,0335 |BOLZANI, VD 0,0194
9|LUCCHESI,C.L. 0,0825 |[SEPPALA,J 0,0335 |FERREIRA, AG 0,0189

10|MARKENZON,L. 0,0728 |[MCKONE, T 0,0325 |YOUNG, MCM 0,0175
11|DANTAS,S. 0,0680 |GUINEE, J 0,0294 |BARREIRO, EJ 0,0171
12|CERIOLI,M.R. 0,0631 |[CLIFT,R 0,0273 |CHAVES, MH 0,0171
13|OLIVEIRA,C.S. 0,0583 |COWELL, S 0,0262 [LONGO, E 0,0171
14|GRAVIER,S. 0,0485 |HOSPIDO, A 0,0262 |VIEIRA, PC 0,0166
15/DOURADO,M.C. 0,0485 [BACHMANN, T 0,0241 |[SILVA, M 0,0161
16|MAFFRAY,F. 0,0485 |DE KONING, A 0,0241 |HAJDU, E 0,0152
17| KAWARABAYASHI K. 0,0485 [FINNVEDEN, G 0,0241 [NOBREGA, JA 0,0147
18|GUTIERREZ,M. 0,0388 |KEOLEIAN, G 0,0241 |REZENDE, CM 0,0138
19|FONSECA,G.D. 0,0388 |ROSENBAUM, R 0,0241 |FERNANDES, JB 0,0129
20|STOLFI,J. 0,0388 |[SUH, S 0,0241 |MORAES, MO 0,0129
21|LIN,M.C. 0,0388 |SCHOLZ, R 0,0231 |PEIXINHO, S 0,0129
22|DURAN,G. 0,0388 |SONESSON, U 0,0231 |PESSOA, CO 0,0129
23|MORGANA A. 0,0388 |MUNOZ, | 0,0220 |POPPI,RJ 0,0129
24|NOGUEIRA,L.T. 0,0388 |PENNINGTON, D 0,0220 |TEMPONE, AG 0,0129
25|FREITAS,M.A. 0,0388 |HEIJUNGS, R 0,0210 |CAVALCANTI, BC 0,0124

Através dos valores de graus obtidos pode-se afirmar que os autores da rede do CNPq
possuem mais conexdes uns com 0s outros que aqueles autores pertencentes as redes ACV e
Quimica Nova. Assim, na rede CNPq deve ser mais facil a comunicacdo entre os autores, e as
distancias entre eles sdo menores facilitando a possibilidade de publicacbes ou pesquisas
mesmo entre autores que ainda nao estdo conectados. A Tabela VI.2 ja havia mostrado que a
distancia média entre os autores era menor na primeira rede apresentada e maior na terceira,
aumentando o numero de intermediarios entre os autores nessa Ultima.

A medida de proximidade calcula o quao préximo o vértice esta dos demais vértices da
rede. Essa medida é importante, pois quanto mais proximo um autor esta dos demais, maior
facilidade ele tera para obter informacgdes, participar de pesquisas e até publicar com novos
autores que possuem intermediarios em comum com ele. Autores com maiores valores de

proximidade sdo mais independentes em relagdo a influéncia dos demais e possuem maior
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capacidade de acdo, visto que conseguem se comunicar facilmente com diferentes autores.
Assim como foi feito com o grau, calculou-se a proximidade normalizada para os 25 autores

que apresentaram os maiores valores para tal medida em cada rede.

Tabela V1.4 Resultados para os 25 autores com maiores valores de proximidade normalizada de cada

rede
Proximidade normalizada
CNPQ ACV Quimica Nova
1|FIGUEIREDO,C.M.H. 2,05E-03 |HUIJBREGTS, M 2,57E-04 |CADORE, S 9,04E-05
2|FARIA L. 2,03E-03 |HAUSCHILD, M 2,50E-04 |PINTO, AC 8,92E-05
3|KLEIN,S. 2,02E-03 |DE KONING, A 2,49E-04 |POPPI, RJ 8,76E-05
4|PROTTI,F. 1,96E-03 |JOLLIET, O 2,49E-04 |BOLZANI, VD 8,72E-05
5/SZWARCFITER,J.L. 1,94E-03 |GUINEE, J 2,48E-04 |ARRUDA, MAZ 8,57E-05
6|/DANTAS,S. 1,94E-03 |SUH, S 2,47E-04 |NETO, WB 8,56E-05
7|CERIOLI,M.R. 1,90E-03 |ROSENBAUM, R 2,44E-04 |VIEIRA, PC 8,38E-05
8|REED,B. 1,82E-03 |BACHMANN, T 2,43E-04 |YOUNG, MCM 8,27E-05
9|GUTIERREZ,M. 1,78E-03 |HUNGERBUHLER, K 2,42E-04 |BARREIRO, EJ 8,26E-05
10|FONSECA,G.D. 1,78E-03 |VAN DE MEENT, D 2,41E-04 |DE ANDRADE, JB 8,23E-05
11|MELLO,C.P. 1,77E-03 |MOLANDER, S 2,40E-04 |FERREIRA, VF 8,22E-05
12|GRAVIER,S. 1,72E-03 |MARGNI, M 2,39E-04 |PARDINI, VL 8,22E-05
13|STOLFI,J. 1,70E-03 |MCKONE, T 2,37E-04 |MOZETO, AA 8,22E-05
14|MARKENZON,L. 1,69E-03 |PENNINGTON, D 2,37E-04 |ZUCCO, C 8,20E-05
15|GIMBEL,J. 1,69E-03 |HELLWEG, S 2,36E-04 |CURI, LRL 8,20E-05
16|LUCCHESI,C.L. 1,67E-03 |SLEESWIIK, A 2,34E-04 |DE SOUSA, RA 8,19E-05
17|DOURADO,M.C. 1,67E-03 |HUPPES, G 2,31E-04 |BACCAN, N 8,18E-05
18|MENDONCANETO,C.F.X.  1,65E-03 |VAN OERS, L 2,31E-04 |FURLAN, M 8,18E-05
19|ESCHEN,E. 1,64E-03 |FINNVEDEN, G 2,30E-04 |JARDIM, WD 8,18E-05
20|SCHAFFER K. 1,64E-03 |LARSEN, H 2,29E-04 |REZENDE, CM 8,13E-05
21|XAVIER,E.F. 1,64E-03 |PAYET, J 2,29E-04 |KUBOTA, LT 7,99E-05
22|ORTIZ,C. 1,64E-03 |GOLD, L 2,28E-04 |SILVA, JRD 7,98E-05
23|SRITHARAN,R. 1,64E-03 |JURASKE, R 2,28E-04 |FERREIRA, AG 7,96E-05
24|VILLANUEVA,M.1. 1,63E-03 |KOEHLER, A 2,28E-04 |ROCHA, JC 7,94E-05
25|FERREIRA,T.O. 1,63E-03 |MACLEOD, M 2,28E-04 |PINHEIRO, MLB 7,93E-05

Nota-se que os autores da rede CNPq também possuem maior valor de proximidade
que os das outras duas redes, e assim, podem ser mais eficientes em obter informacdes na
rede. Apesar de os autores da rede CNPq possuirem valores mais altos de proximidade
facilitando a obtencdo de novas informagfes e acesso a pesquisas, como esta rede é bem
menor que as demais, uma analise pertinente é que a informacao obtida por tais autores pode
ser bem mais limitada, pois considerando apenas o Universo de cada rede eles possuem
acesso a, no maximo, 206 autores. Ja os autores pertencentes a rede Quimica Nova, ainda
gue estejam préximos a poucos autores relativamente, as informac¢des que chegam a eles
podem ser provenientes de até 2170 autores, ainda que indiretamente, o que pode facilitar o
acesso a maior quantidade de informagdes. Comparando-se os autores das mesmas redes,
entretanto, percebe-se que os valores ndo variam muito, 0 que para esses 25 principais quer
dizer que nenhum deles possui grande vantagem em relacdo aos demais presentes na Tabela
V1.4,

A medida de intermediacdo de um vértice mostra o quéo ele é necessario como elo
entre grupos, sendo importante no fluxo de informagdes que circulam na rede. Essa medida

calcula os caminhos mais curtos de todos os vértices para todos 0s outros que passam pelo
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vértice analisado. A Tabela VI.5 mostra os 25 maiores valores de intermediagdo normalizada
para cada rede. Diferentemente dos resultados apresentados pelas medidas de grau e
proximidade, os valores de intermediagdo mais altos foram os dos autores da rede ACV,
indicando que esses vértices possuem mais importancia para o fluxo de informa¢fes dessa
rede. Observa-se também que o valor de intermediacdo cai bastante se comparar os primeiros
autores de cada rede com os ultimos, mostrando que poucos sdo o0s mais eficientes,

reforcando a sua condicao de facilitadores no fluxo de informacfes entre autores da rede.

Tabela V1.5 Resultados para os 25 autores com maiores valores de intermediacdo normalizada de cada

rede

Intermediacdo normalizada

CNPQ ACV Quimica Nova
1|FARIA,L. 2,01E-03 |SUH, S 2,35E-04 |POPPI, RJ 1,17E-04
2|MARKENZON,L. 1,95E-03 |HUIUBREGTS, M 2,23E-04 |PINTO, AC 1,12E-04
3|SZWARCFITER,J.L. 1,69E-03 |EKVALL, T 1,77E-04 |CADORE, S 1,06E-04
4|ABREU,N.M.M. 1,51E-03 |HAUSCHILD, M 1,72E-04 |BOLZANI, VD 7,91E-05
5|FIGUEIREDO,C.M.H. 8,82E-04 |ANDRAE, A 1,59E-04 |FERREIRA, AG 7,11E-05
6|PROTTI,F. 7,79E-04 |JOLLIET, O 1,55E-04 |NOBREGA, JA 6,65E-05
7|KLEIN,S. 7,20E-04 |MOLANDER, S 1,45E-04 |KUBOTA, LT 5,12E-05
8|LUCCHESI,C.L. 6,37E-04 |[MATTHEWS, H 1,42E-04 |YOUNG, MCM 5,08E-05
9|MELLO,C.P. 4,68E-04 |ITSUBO, N 1,31E-04 |BRAZ, R 5,03E-05

10|REED,B. 3,47E-04 |YAMAMOTO, R 1,29E-04 |MONTANARI, CA 4,99E-05
11|STOLFI,J. 2,32E-04 |MACLEAN, H 1,24E-04 |ROCHA, FRP 4,79E-05
12|DANTAS,S. 2,01E-04 |FINNVEDEN, G 1,20E-04 |[MOZETO, AA 4,51E-05
13|LEE,O. 1,51E-04 |SONESSON, U 1,01E-04 |ROCHA, JC 3,52E-05
14NOGUEIRA,L.T. 1,42E-04 [HUR, T 1,00E-04 |[PILO-VELOSO, D 3,52E-05
15|CERIOLI,M.R. 1,33E-04 |CLIFT,R 9,96E-05 |VIEIRA, PC 3,46E-05
16 KAWARABAYASHI K. 1,24E-04 |[CANALS, L 8,24E-05 |FURLAN, M 3,25E-05
17|FONSECA,G.D. 1,07E-04 |HANSEN, T 8,11E-05 |BENVENUTTI, EV 3,16E-05
18|GUTIERREZ,M. 1,04E-04 [ZHANG, Y 7,81E-05 |FERREIRA, VF 3,05E-05
19|CARVALHO,M.H. 9,40E-05 |HUNGERBUHLER, K 7,73E-05 |ARRUDA, MAZ 2,94E-05
20|ARAUJO,L.H.C. 8,80E-05 [SCHOLZ, R 6,33E-05 |[KAMOGAWA, MY 2,93E-05
21|JUSTEL,C.M. 7,44E-05 |SEPPALA,J 6,24E-05 |[BARREIRO, EJ 2,86E-05
22|MORGANA A. 4,70E-05 |INABA, A 6,20E-05 [MORO, CC 2,82E-05
23|GRAVIER,S. 3,46E-05 |SCHMIDT, S 5,98E-05 [SENA, MM 2,80E-05
24|\DOURADO,M.C. 3,11E-05 |[TILLMAN, A 5,87E-05 [NETO, WB 2,52E-05
25|0OLIVEIRA,C.S. 2,75E-05 |WANG, H 5,61E-05 |[SILVA, LC 2,44E-05

Comparando-se os resultados apresentados pelas trés Tabelas anteriores, percebe-se
gue na rede CNPq a maior parte dos principais autores (um total de 16) esta presente nas trés
Tabelas, ou seja, estdo entre os 25 gque possuem 0s maiores valores das trés medidas de
centralidade analisadas. Esses autores sdo de grande importancia para a rede, pois sao
facilitadores no acesso de informacéo, estao ligados a um grande ndamero de outros autores e
comunicam-se com grande parte deles. Ja na rede ACV, apenas 6 autores estdo presentes nas
trés Tabelas, indicando que existem nessa rede diferentes autores com grau de importancia
diferenciado, alguns sendo mais eficientes para troca de informagdes, outros na obtencéo
dessas. Na rede Quimica Nova, assim como na ACV, poucos autores possuem altos valores
para as trés medidas de centralidade analisadas, apenas 7. Essas duas redes (ACV e Quimica
Nova) séo redes maiores que a do CNPq e menos densas, indicando que os autores que

possuem mais conexfes ndo necessariamente possuem um papel importante no fluxo de
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informacdes, pois ele pode estar ligado a um grupo que possui poucas conexdes com 0S
demais autores da rede, dificultando o acesso e disseminagéo das informagodes.

A etapa de emprego dos algoritmos para identificagdo de agrupamentos nas redes
utilizou os softwares Octave e Matlab. Os algoritmos espectrais foram implementados no
Octave e utilizou-se uma funcéo ja existente no Matlab para uso do k-means.

Os algoritmos espectrais com matriz Laplaciana e Laplaciana sem sinal e o algoritmo k-
means foram testados em cada rede com diferentes quantidades k de clusteres. O objetivo da
divisdo em diferentes quantidades para k foi detectar o melhor agrupamento dos autores para
cada rede, e a qualidade dessas divisdes foi calculada através da modularidade. Portanto
quando o valor da modularidade parava de crescer e comecava a cair, parava-se de testar
novas quantidades de clusteres.

A Tabela V1.6 apresenta os valores de k utilizados nas rodadas para a rede CNPq e os
resultados da modularidade para cada algoritmo. Conforme pode ser observado na Tabela a
seguir para alguns valores de k ndo ha resultados para todos os algoritmos. I1sso ocorreu, pois
ao se escolher o tamanho minimo de um cluster para ser subdividido, nesses casos mais de
um cluster possuia 0 mesmo tamanho, assim diferentes clusteres foram subdivididos e nao foi
possivel para tais algoritmos dividir a rede em certas quantidades. Isso também pode ser
verificado nas Tabelas referentes as redes ACV e Quimica Nova.

Tabela V1.6 Resultados da modularidade para diferentes valores de k na rede CNPq

Modularidade
Algoritmo espectral
Matriz Matriz
CNPq |Laplaciana sem|Laplaciana com |k-means

sinal (Q) sinal (L)
k=2 0,2534 0,3633 0,3614
k=3 0,3681 0,4601 0,3763
k=4 0,4865 0,5767 0,3550
k=5 0,5371 0,5958 0,5039
k=6 0,5468 0,6187 0,2724
k=7 0,6171 0,3579
k=8 0,5378 0,6100 0,4246
k=11 0,5190 0,5808 0,2756
k=14 0,5309 0,5068 0,3287
k=15 0,5270 0,5060 0,2586

A Figura V1.6 apresenta os resultados de modularidade para cada algoritmo utilizado na
rede CNPq, o gréfico ajuda a visualizar melhor o comportamento de cada algoritmo com

diferentes valores de clusteres. Nota-se que os algoritmos espectrais com matrizes Laplaciana
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e Laplaciana sem sinal possuem um comportamento parecido, os valores de modularidade
comecam a crescer de acordo com o aumento da quantidade de clusteres, atingem um valor
méaximo e comecam a cair. JA o k-means apresenta um comportamento diferente em que a
modularidade cai e sobe um pouco, mas apds atingir o valor maximo, as subidas sdo menores,
para as quantidades de k calculadas. Os rotulos dos resultados apresentados no grafico
correspondem ao valor maximo da modularidade para cada algoritmo. Os algoritmos espectrais
apresentaram seus melhores resultados quando k=6, jA o k-means apresentou melhor
resultado para k=5. No entanto, o melhor resultado foi aquele gerado pelo algoritmo espectral

com matriz Laplaciana.

Rede CNPq

06187
0.5 UbU59
e N AN

™~

0,7

0,2

0,1
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——Matriz Laplaciana sem sinal (Q) -=-Matriz Laplacianacom sinal (L) —=k-means

Figura VI.6 Valores da medida modularidade para diferentes quantidades de clusteres em cada

algoritmo na Rede CNPq

A Tabela VI.7 apresenta os valores de k utilizados nas rodadas na rede ACV e os
resultados da modularidade para cada algoritmo.

A Figura V1.7 apresenta os resultados de modularidade para cada algoritmo utilizado na
rede ACV de acordo com os diferentes nimeros de clusteres k gerados. Para quantidades de
clusteres menores do que 5, o algoritmo com matriz Laplaciana sem sinal apresentou melhores
resultados, porém com o aumento de k os resultados do algoritmo com a matriz Laplaciana
foram melhorando. O algoritmo espectral com matriz Laplaciana sem sinal obteve o melhor
valor com k=22; ja& com k=25 obteve-se o melhor valor de modularidade com o uso da matriz
Laplaciana, sendo este valor o melhor dentre todos os apresentados pelos trés algoritmos.

Para o k-means o melhor resultado foi para k=35.



Tabela VI.7 Resultados da modularidade para diferentes valores de k na rede ACV

Modularidade

Algoritmo espectral
Matriz Matriz
ACV |Laplaciana sem|Laplaciana com [k-means
sinal (Q) sinal (L)
k=2 0,3028 0,1974 0,2459
k=3 0,4458 0,3784 0,3509
k=4 0,5659 0,4905 0,5249
k=5 0,6631 0,6796 0,5551
k=11 0,7430 0,8032 0,6429
k=13 0,7620 0,8135 0,6573
k=17 0,7682 0,8151 0,6101
k=20 0,7737 0,8180 0,6524
k=22 0,7774 0,8195 0,6425
k=25 0,7730 0,8218 0,6333
k=27 0,7700 0,8201 0,6480
k=30 0,7685 0,6105
k=31 0,7671 0,8189 0,6136
k=32 0,8159 0,6077
k=35 0,7609 0,8162 0,6582
Rede ACV
0,9
0,8
0,7
0,6
0,5
0,4
0,3
0,2
0,1
0
k=2 k=3 k=4 k=5 k=11 k=13 k=17 k=20 k=22 k=25 k=27 k=31 k=35
——Matriz Laplaciana sem sinal (Q) -=Matriz Laplaciana com sinal (L) =+k-means
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Figura VI.7 Valores da medida modularidade para diferentes quantidades de clusteres em cada

algoritmo na Rede ACV
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A Tabela VI.8 apresenta os valores de k utilizados nas rodadas para a rede Quimica

Nova e os resultados da modularidade para cada algoritmo.

Tabela V1.8 Resultados da modularidade para diferentes valores de k na rede Quimica Nova

Modularidade
Algoritmo espectral
Quimica Mgtriz M_atriz
Nova Lapla_tuana sem LapIgmana com|k-means
sinal (Q) sinal (L)

k=2 0,184 0,1556 0,2573
k=3 0,4695 0,4637
k=4 0,6659 0,6819 0,5761
k=5 0,7251 0,7435 0,613
k=11 0,7888 0,8539 0,6683
k=12 0,7962 0,8601 0,7325
k=14 0,8081 0,8655 0,717
k=15 0,8211 0,7358
k=16 0,8282 0,7343
k=17 0,8325 0,8798 0,6907
k=18 0,8394 0,8813 0,7247
k=20 0,8445 0,889 0,7318
k=21 0,8453 0,8905 0,707
k=22 0,8463 0,8913 0,7285
k=24 0,8948 0,7173
k=25 0,8505 0,7552
k=26 0,849 0,8982 0,7612
k=30 0,8498 0,8985 0,7013
k=32 0,8477 0,9008 0,7324
k=34 0,8469 0,8972 0,7446
k=35 0,8471 0,7119
k=36 0,8489 0,8977 0,7489
k=40 0,8947 0,7347
k=41 0,8499 0,8948 0,704
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Figura VI.8 Valores da medida modularidade para diferentes quantidades de clusteres em cada

algoritmo na Rede Quimica Nova

A Figura VI.8 apresenta os resultados referentes a rede Quimica Nova. Nota-se que os
algoritmos apresentaram comportamentos semelhantes, com o valor da modularidade
crescendo até k=20 e depois o0 crescimento e queda foram pequenos quando se aumentava o
namero de clusteres. Novamente, o algoritmo espectral com a matriz Laplaciana foi o que
apresentou o melhor resultado, chegando a 0,9008 para k=32, o0 algoritmo espectral com matriz
Laplaciana sem sinal obteve uma modularidade de 0,8505 para k=25, e 0 k-means, 0,7612
para k=26.

Nessas trés redes de coautoria, o algoritmo espectral com matriz Laplaciana foi o que
apresentou o melhor resultado de modularidade, o algoritmo espectral com matriz Laplaciana
sem sinal veio em segundo lugar seguido do k-means. Assim, o uso de vetor de Fiedler como
vetor de corte para agrupamento apresentou bons resultados para essas redes em
comparacao com os demais métodos testados.

Nota-se que mesmo o algoritmo espectral com matriz Laplaciana sendo o melhor
método também na rede do CNPq, o valor da modularidade apresentado para o algoritmo
nessa rede foi 0 menor se comparado ao valor de modularidade das demais redes. Isso pode
ser devido ao fato de que como ja observado essa rede é a mais densa entre as trés, sendo
assim, € a que possui menos caracteristica de formacdo de clusteres. J& o melhor valor de
modularidade foi aquele encontrado com o emprego do algoritmo da Laplaciana na rede
Quimica Nova, chegando a um valor bem mais proximo de 1, como visto na Tabela VI.2, essa

rede foi a que apresentou o maior coeficiente de clusterizagdo, 0 que indica a existéncia de
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cliques locais, que ajudam na formacgdo de grupos. A rede de ACV também obteve um bom
resultado de modularidade.

Como o valor da modularidade varia de -1 a 1, onde Q=0 indica que as arestas dentro
dos grupos estdo dispostas aleatoriamente e Q=1 indicando forte estrutura de comunidade,
percebe-se que os resultados apresentados para essas redes indicam que esses algoritmos
conseguiram detectar bem os grupos existentes nas redes. Além disso, segundo NEWMAN;
GIRVAN (2004), os valores encontrados para a modularidade costumam estar entre 0,3 e 0,7,
e valores maiores que esses sao raros, 0 que reitera 0s bons resultados apresentados pelos
algoritmos espectrais especialmente para as redes ACV e Quimica Nova.

A partir do melhor resultado de agrupamento encontrado para a rede CNPq foram feitas
algumas analises desses grupos buscando detectar as linhas de pesquisa dos principais
autores dessas particdes e se ha bastante comunicagao entre esses grupos. Para a realizacéo
da analise foram consultados os curriculos Lattes dos principais autores citados.

A Figura V1.9 mostra as particdes da Rede CNPqg para k=6 gerada pelo algoritmo
espectral com uso da matriz Laplaciana. A particdo (2) é a maior de todas as particdes, com 55
vértices, e nota-se que ela é a mais destacada, apresentando apenas duas ligacdes externas
com a particdo (10). A segunda maior particdo € a (6), com 52 vértices, porém essa apresenta

mais ligagdes externas comunicando-se com autores de diferentes grupos.
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Figura V1.9 ParticGes geradas pelo algoritmo espectral com matriz Laplaciana para a Rede
CNPq

A Figura VI.10 apresenta a maior particAo encontrada no agrupamento realizado pela
matriz Laplaciana para a Rede CNPq, contando com 55 vértices. Através de analises das

medidas de centralidade dos autores dessa rede, nota-se que duas autoras sdo as mais
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centrais, possuindo os maiores valores de grau, proximidade e intermediacdo, ABREU, N.M.M.
(Nair Maria Maia de Abreu) e MARKENZON,L. (Lilian Markezon). Na Figura VI.10 percebe-se
gue ha uma aglomeragédo maior ao redor delas. Uma analise de seus curriculos Lattes mostra
gue ambas sdo pesquisadoras ha muitos anos, sendo as linhas de pesquisa da Nair Maria
Maia de Abreu: Otimizacdo Combinatoria e Teoria dos Grafos, e da Lilian Markezon: Estruturas
de dados e algoritmos em grafos, Algoritmos em Grafos e Modelagem e Algoritmos em Redes.
Outras duas autoras que também ficaram entre os autores com maiores valores para as
medidas de centralidade foram OLIVEIRA,C.S. (Carla Silva Oliveira) e JUSTEL,C.M. (Claudia
Marcela Justel). OLIVEIRA,C.S. apresentou o terceiro maior valor de grau e intermediacéo e o
quarto maior valor de proximidade, ja JUSTEL,C.M. apresentou o sétimo maior valor para grau,
o terceiro para proximidade e quarto para intermediacéo. E importante notar a presenca dessas
duas autoras na mesma particdo que a autora Nair Maria Maia de Abreu, visto que as trés

autoras participam do mesmo grupo de pesquisa na COPPE/UFRJ.
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Figura VI.10 Resultado da maior particdo encontrada para a Rede CNPq
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Figura VI.11 Resultado da segunda maior particdo encontrada para a Rede CNPq

A Figura VI.11 apresenta o segundo maior grupo formado pela divisdo na Rede CNPq.
Nessa particéo, € notavel a importancia do autor SZWARCFITER,J.L. (Jayme Luiz Szwarcfiter),
ele é o autor mais central dessa particdo possuindo ligagdo com todos os outros, sendo
também o que possui maior valor para proximidade e intermediacdo. Outros trés autores que
também possuem os maiores valores para grau, proximidade e intermediacao sdo: DURAN,G.,
LIN,M.C. e DOURADO,M.C.. Outros autores importantes na rede, que conforme as Tabelas
VI.3, VI.4 e VI.5 apresentaram-se entre os 25 mais importantes, como FIGUEIREDO,C.M.H.,
FARIA,L.,, CERIOLI,M.R. e PROTTIF. fazem parte de outras particbes, sendo que
FIGUEIREDO e C.M.H., FARIA,L. s&o os mais centrais em uma delas, a qual o CERIOLI,M.R.
também pertence; e o PROTTI,F. € o mais central na particdo da qual faz parte.

Essas analises demonstram a importancia das particdes para estudos em redes de
coautoria, permitindo identificar grupos de pesquisadores que desenvolvem projetos em
conjuntos, e aqueles que estao ligados a pesquisadores de outros grupos facilitando o fluxo de
informacgdes na rede, além de contribuir para uma maior divulgagéo de trabalhos e até mesmo

descobertas cientificas.

V1.3 Caso 3: redes extraidas da base DBLP

A selecdo das redes retiradas da base de dados DBLP abrange publicagbes que datam
de 1965 a 2013, porém nem todos os autores selecionados publicaram durante esse periodo
de tempo, dessa maneira, foi selecionado o intervalo de tempo em que havia publicacdes dos

25 autores, compreendendo os anos de 1995 a 2007. Foram montadas seis redes, Rede | —
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com as publicagcbes do periodo de 1965 a 1994; Rede Il — publica¢des de 1995 a 2001; Rede
[l — publicagbes de 2002 a 2007, Rede IV — publicagbes de 1995 a 2007; Rede V -
publicacbes de 2008 a 2013; e Rede VI — publicagdes de 1965 a 2013. Optou-se por dividir em
redes menores para avaliar os resultados e se o tamanho das redes podera influenciar em
melhorias nas comunidades geradas pelos algoritmos.

Nas figuras VI.12 a VI.17 é possivel visualizar o desenho formado por essas redes,
nota-se que n&o s&o redes conexas, possuindo diversas componentes. E interessante observar
que apesar de as redes I, lll, IV e V abrangerem intervalos de tempo de, em média, 6 anos, a
Rede V possui um numero maior de vértices bem aparente, isso se deve ao fato, ja
mencionado, de, no intervalo de tempo abrangido por essa rede, terem aumentado o himero

de publicagBes na area de ciéncias da computacao.

Figura VI.12 Rede | — Publicagtes de 1965 a 1994



Figura VI.14 Rede IIl — Publica¢des de 2002 a 2007
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Figura V1.16 Rede V — Publica¢Ges de 2008 a 2013
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Figura VI.17 Rede VI — Publica¢6es de 1965 a 2013

Tabela V1.9 Propriedades das redes extraidas da base de dados DBLP

Rede
oo oriedade 1965 - 1994 19952001  2002-2007 _ 1995-2007 _ 2008-2013 _ 1965-2013

P Rede | Rede Il Rede llI Rede IV Rede V Rede VI
NUmero de Autores 643 907 1.732 2.349 2.907 5.099
NUmero de arestas 1.153 1.899 4.685 6.228 9.690 15.661
Distancia média 2,818 3,749 6,176 6,066 4,224 4,448
Maior distancia 6 8 13 13 9 9
Densidade 5,56E-03 4,59E-03 3,12E-03 2,25E-03 2,29E-03 1,20E-03
Grau Médio 3,586 4,187 5,410 5,303 6,667 6,143
Numero de vertices na 184 285 1.094 1.895 2.680 5.065
Componente Gigante
Percentual de vertices na 28,62% 31,42% 63,16% 80,67% 92,19% 99,33%
Componente Gigante
Coeficiente a da Lei de 1,363 1,494 1,419 1,399 1,306 1,311
pOtenClaS

ficient R a Lei

Coeficiente de Regressao dalei| ) 765 0,782 0,759 0,774 0,693 0,714
de poténcias - R
Coeficiente de Clusterizagdode | 8739 0,8971 0,8965 0,8932 0,8885 0,8783
Watts-Strogatz

Na Tabela VI.9 sdo apresentados os valores de algumas das propriedades dessas
redes. Nota-se que nas redes lll, IV, V e VI, as componentes gigantes abrangem mais de 60%
dos vértices das redes, sendo que nas redes V e VI esse valor ultrapassa os 90%, assim &
evidente que existe um grupo que se comunica com grande parte da rede direta ou
indiretamente e que, provavelmente, ha um grande fluxo de informacdes dentro dessas
componentes. As distancias médias também estdo de acordo com a hip6tese de mundo

pequeno, ou seja, 0s autores possuem relacdes de proximidade mesmo na maior rede com
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mais de 5000 vértices. Na Rede |, em que a distdncia média é de menos 3, nota-se através da
Figura VI.12 que como existem diversas componentes de tamanhos pequenos, entdo as
distancias acabam por ser menores.

As Tabelas VI.10, VI.11, VI.12 apresentam os valores das medidas de centralidade de
grau, proximidade e intermediagéo normalizados dos 25 autores que foram selecionados para
geracédo das redes. Alguns autores estdo sem valor para grau, proximidade e intermediacdo em
alguma das Tabelas, como o Yan Zhang na Rede | da Tabela VI.10, pois eles ndo fazem parte
de determinada rede, no caso do autor exemplificado este ndo possui publicacées no periodo
de 1965 a 1994. E interessante observar que na Rede |, o autor Xiadong Wang possui valores
de centralidade iguais a zero, isso ocorre, pois ho periodo de 1965 a 1994 ele s6 publicou um
artigo e sozinho, assim ndo apresentou relacdo de coautoria com nenhum outro autor nessa

rede.

Tabela VI.10 Valores de Grau, Proximidade e Intermediagdo normalizados dos 25 autores nas Redes | e
I

Rede | Rede Il
Autores Grau Proximidade Intermediacao Grau Proximidade  Intermediac&o
1 Chin-Chen Chang 0,0514 8,24E-05 3,63E-06 0,0508 5,72E-05 2,68E-06
2 Witold Pedrycz 0,0234 3,75E-05 1,81E-06 0,0497 5,04E-05 5,01E-06
3 H. Vincent Poor 0,0312 5,09E-05 1,42E-06 0,0375 4,12E-05 5,13E-06
4 Noga Alon 0,1293 1,79E-04 8,26E-05 0,1159 1,19E-04 7,38E-05
5 Azriel Rosenfeld 0,2103 3,29E-04 6,73E-05 0,0596 7,87E-05 3,40E-05
6 Lajos Hanzo 0,0078 1,45E-05 1,51E-08 0,0331 3,69E-05 4,72E-06
7 Xiaodong Wang 0,0000 0,00E+00 0,00E+00 0,0210 4,49E-05 5,40E-06
8 Grzegorz Rozenberg 0,0717 1,35E-04 4,72E-05 0,0221 7,59E-05 5,79E-06
9 Georgios B. Giannakis 0,0156 2,66E-05 3,14E-07 0,0419 4,75E-05 1,76E-06
10 Xuemin Shen 0,0062 1,21E-05 2,27E-08 0,0055 7,30E-06 2,15E-08
11 Ming Li 0,0327 5,40E-05 2,24E-06 0,0519 1,10E-04 5,00E-05
12 Ronald R. Yager 0,0156 2,92E-05 1,09E-06 0,0210 5,97E-05 3,88E-06
13 Vladik Kreinovich 0,0109 1,94E-05 1,29E-07 0,0784 8,53E-05 1,65E-05
14 Yan Zhang - - - 0,0143 1,70E-05 1,29E-07
15 Robert L. Glass 0,0140 2,42E-05 1,25E-07 0,0177 2,07E-05 7,81E-08
16 Guanrong Chen 0,0047 9,69E-06 1,51E-08 0,0320 3,65E-05 1,02E-06
17 Thomas D. Wilson - - - 0,0232 2,68E-05 5,22E-07
18 Saharon Shelah 0,0826 1,31E-04 1,02E-05 0,0453 6,19E-05 1,07E-05
19 Norman C. Beaulieu 0,0093 1,70E-05 1,06E-07 0,0210 2,43E-05 4,46E-07
20 David Zhang 0,0047 9,69E-06 3,79E-09 0,0243 3,60E-05 3,11E-06
21 Kang G. Shin 0,0576 9,21E-05 4,89E-06 0,0695 7,36E-05 1,24E-05
22 Tao Jiang 0,0265 4,90E-05 1,66E-06 0,0519 1,23E-04 6,63E-05
23 Micha Sharir 0,0888 1,90E-04 5,50E-05 0,0442 9,49E-05 2,19E-05
24 Elisa Bertino 0,0436 7,03E-05 2,44E-06 0,0519 6,35E-05 1,01E-05
25 David J. Evans 0,0530 8,48E-05 4,14E-06 0,0497 5,60E-05 2,61E-06
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Tabela VI.11 Valores de Grau, Proximidade e Intermediacdo normalizados dos 25 autores nas Redes Il

elVv
Rede Il Rede IV
Autores Grau Proximidade Intermediacéo Grau Proximidade Intermediacdo
1 Chin-Chen Chang 0,0451 2,64E-05 1,10E-06 0,0477 2,78E-05 1,26E-06
2 Witold Pedrycz 0,0560 3,59E-05 8,75E-06 0,0532 8,73E-05 6,43E-05
3 H. Vincent Poor 0,0433 8,46E-05 1,25E-04 0,0396 9,14E-05 9,23E-05
4 Noga Alon 0,0659 6,60E-05 5,66E-05 0,0809 1,03E-04 9,96E-05
5 Azriel Rosenfeld 0,0116 7,00E-06 6,58E-08 0,0260 7,59E-05 2,19E-05
6 Lajos Hanzo 0,0283 1,67E-05 3,94E-07 0,0281 6,22E-05 2,49E-05
7 Xiaodong Wang 0,0716 7,77E-05 4,59E-05 0,0562 8,27E-05 7,07E-05
8 Grzegorz Rozenberg 0,0306 2,40E-05 3,91E-06 0,0281 9,35E-05 3,07E-05
9 Georgios B. Giannakis 0,0451 8,02E-05 1,22E-04 0,0422 1,04E-04 1,05E-04
10 Xuemin Shen 0,0456 7,85E-05 1,16E-04 0,0349 8,20E-05 5,43E-05
11 Ming Li 0,0659 6,51E-05 3,75E-05 0,0626 1,09E-04 1,11E-04
12 Ronald R. Yager 0,0139 2,28E-05 1,87E-06 0,0162 6,98E-05 1,24E-05
13 Vladik Kreinovich 0,0422 2,96E-05 6,31E-06 0,0532 8,16E-05 6,07E-05
14 Yan Zhang 0,0439 5,60E-05 3,01E-05 0,0362 9,00E-05 5,61E-05
15 Robert L. Glass 0,0046 3,00E-06 7,72E-09 0,0094 5,66E-06 2,77E-08
16 Guanrong Chen 0,0924 6,57E-05 7,33E-05 0,0762 8,80E-05 7,35E-05
17 Thomas D. Wilson 0,0075 4,67E-06 2,20E-08 0,0128 7,62E-06 8,44E-08
18 Saharon Shelah 0,0208 1,23E-05 2,40E-07 0,0268 7,93E-05 2,92E-05
19 Norman C. Beaulieu 0,0231 1,37E-05 2,92E-07 0,0226 1,33E-05 2,83E-07
20 David Zhang 0,0572 5,19E-05 3,75E-05 0,0494 1,02E-04 1,18E-04
21 Kang G. Shin 0,0248 1,47E-05 3,35E-07 0,0417 2,67E-05 3,64E-06
22 Tao Jiang 0,0526 7,61E-05 1,32E-04 0,0537 1,17E-04 1,67E-04
23 Micha Sharir 0,0254 5,65E-05 1,12E-05 0,0285 8,54E-05 1,89E-05
24 Elisa Bertino 0,0572 3,34E-05 1,68E-06 0,0571 3,12E-05 4,41E-06
25 David J. Evans 0,0497 6,42E-05 4,74E-05 0,0494 8,69E-05 4,66E-05

Tabela VI.12 Valores de Grau, Proximidade e Intermediagdo normalizados dos 25 autores nas Redes V e

Vi
Rede V Rede VI
Autores Grau Proximidade Intermediac&o Grau Proximidade _Intermediacdo
1 Chin-Chen Chang 0,0554 8,81E-05 2,95E-05 0,0516 5,39E-05 1,80E-05
2 Witold Pedrycz 0,0716 1,04E-04 5,39E-05 0,0618 6,06E-05 3,03E-05
3 H. Vincent Poor 0,0905 9,98E-05 5,65E-05 0,0659 5,79E-05 2,19E-05
4 Noga Alon 0,0375 1,39E-05 7,72E-07 0,0632 5,60E-05 3,34E-05
5 Azriel Rosenfeld - - - 0,0359 4,71E-05 1,33E-05
6 Lajos Hanzo 0,0482 9,17E-05 2,52E-05 0,0371 5,51E-05 1,19E-05
7 Xiaodong Wang 0,0850 8,67E-05 4,86E-05 0,0630 5,68E-05 2,21E-05
8 Grzegorz Rozenberg 0,0110 6,40E-05 5,86E-06 0,0222 4,63E-05 6,60E-06
9 Georgios B. Giannakis 0,0158 6,60E-05 7,01E-06 0,0259 5,67E-05 1,08E-05
10 Xuemin Shen 0,0678 1,04E-04 3,74E-05 0,0479 5,98E-05 1,82E-05
11 Ming Li 0,1046 1,04E-04 6,12E-05 0,0871 6,72E-05 4,10E-05
12 Ronald R. Yager 0,0138 6,36E-05 6,73E-06 0,0157 4,32E-05 4,70E-06
13 Vladik Kreinovich 0,0117 4,14E-06 4,37E-08 0,0306 4,78E-05 1,07E-05
14 Yan Zhang 0,1511 1,21E-04 1,15E-04 0,1004 6,78E-05 4,58E-05
15 Robert L. Glass 0,0028 1,07E-06 1,63E-09 0,0067 3,34E-05 1,53E-06
16 Guanrong Chen 0,0547 8,12E-05 3,10E-05 0,0583 5,37E-05 2,00E-05
17 Thomas D. Wilson 0,0014 5,92E-07 2,45E-10 0,0065 1,31E-06 7,44E-09
18 Saharon Shelah 0,0093 3,31E-06 2,78E-08 0,0216 3,89E-05 7,87E-06
19 Norman C. Beaulieu 0,0169 7,67E-05 1,02E-05 0,0179 4,77E-05 6,54E-06
20 David Zhang 0,0499 9,29E-05 2,64E-05 0,0451 5,88E-05 1,72E-05
21 Kang G. Shin 0,0162 7,87E-05 8,53E-06 0,0308 5,06E-05 1,37E-05
22 Tao Jiang 0,0685 1,05E-04 4,84E-05 0,0606 6,78E-05 4,45E-05
23 Micha Sharir 0,0175 1,06E-05 3,18E-07 0,0265 4,42E-05 5,72E-06
24 Elisa Bertino 0,0454 9,17E-05 2,53E-05 0,0514 5,18E-05 1,77E-05
25 David J. Evans - - - 0,0253 4,93E-05 8,85E-06

Como neste trabalho optou-se pelo emprego de redes conexas, entdo foi realizado o

processo de extracdo das componentes gigantes de cada uma das seis redes. Assim, a Tabela
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VI.13 mostrard as propriedades relacionadas as componentes gigantes dessas redes que

serdo melhor discutidas a seguir.

Tabela VI.13 Propriedades das componentes gigantes das redes da base de dados DBLP

Rede
Propriedade 1965-1994  1995-2001 2002-2007 1995-2007 2008-2013 1965-2013
Rede | Rede Il Rede Il Rede IV Rede V Rede VI

Numero de Autores 184 285 1.094 1.895 2.680 5.065
Numero de arestas 417 646 3.264 5.093 9.199 15.597
Distancia média 3,520 4,290 6,383 6,133 4,231 4,448
Maior distancia 6 8 13 13 9 9
Densidade 2,48E-02 1,57E-02 5,44E-03 2,83E-03 2,56E-03 1,21E-03
Grau Médio 4,5326 4,5333 5,9671 5,3752 6,8649 6,1587
Coeficiente a da Lei 1,044 1,144 1,238 1,325 1,276 1,31

de poténcias

Coeficiente de
Regresséo da Lei de 0,6566 0,7296 0,7356 0,757 0,6763 0,7135
poténcias - R?
Coeficiente de

Clusterizacdo de 0,8648 0,8890 0,9017 0,8918 0,8863 0,8779
Watts-Strogatz

Verifica-se através da Tabela VI.13 que as distancias médias de todas as redes, exceto
a Rede VI, aumentaram quando se considerou somente as suas componentes gigantes.
Apesar disso todas continuaram se ajustando a hip6tese de mundo pequeno possuindo
distancias médias por volta de 6 ou menos. Quanto a densidade, as redes | e Il sdo as mais
densas, possuindo 2,48% e 1,57% das arestas possiveis da rede, respectivamente, enquanto a
Rede VI possui apenas 0,12%.

A Rede IlIl é a que mais se aproxima localmente de uma clique, conforme o valor do
coeficiente de clusterizacdo de Watts-Strogatz. Como pode ser notado na Figura VI.14, a
componente gigante dessa rede divide-se em diversos pequenos cliques com poucas ligacbes
entre autores de diferentes grupos. De qualquer forma, os valores do coeficiente de
clusterizacdo para todas as redes € alto, o que é esperado em redes de coautoria, como citado
anteriormente.

Quando foi feita a extracdo das componentes gigantes das redes percebeu-se que nem
todos os 25 autores que foram selecionados inicialmente estavam presentes em todas as
componentes, assim, para as analises das medidas de centralidade dos vértices das
componentes gigantes, preferiu-se avaliar os resultados dos 10 autores que apresentaram 0s
maiores valores de cada medida. As Tabelas VI.14, VI.15, VI.16 apresentam esses resultados

para as medidas de grau, proximidade e intermediacdo normalizadas, respectivamente.



Tabela VI.14 Resultados dos 10 autores com maiores graus das componentes gigantes das Redes da DBLP

Grau normalizado
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Rede | Rede Il Rede llI Rede IV Rede V Rede VI
1|Noga Alon 0,4536|Noga Alon 0,3697|Guanrong Chen 0,1464|Noga Alon 0,1003|Yan Zhang 0,1639|Yan Zhang 0,1011
2|Micha Sharir 0,3115|Azriel Rosenfeld 0,1901|Xiaodong Wang 0,1134|Guanrong Chen 0,0945|Ming Li 0,1135|Ming Li 0,0877
3|Grzegorz Rozenberg 0,2514{Ming Li 0,1655|Ming Li 0,1043|Ming Li 0,0776|H. Vincent Poor 0,0982[H. Vincent Poor 0,0664
4|Andrzej Ehrenfeucht ~ 0,0984|Tao Jiang 0,1655|Noga Alon 0,1043|Xiaodong Wang 0,0697|Xiaodong Wang 0,0922|Noga Alon 0,0636
5|Leonidas J. Guibas 0,0874|Micha Sharir 0,1408|David Zhang 0,0906|Tao Jiang 0,0665|Witold Pedrycz 0,0776|Xiaodong Wang 0,0634
6|(Emo Welzl 0,0820|Grzegorz Rozenberg 0,0704|Tao Jiang 0,0833|Vladik Kreinovich 0,0660|Tao Jiang 0,0743|Witold Pedrycz 0,0622
7|Raimund Seidel 0,0820(Leonidas J. Guibas 0,0528|David J. Evans 0,0787|Witold Pedrycz 0,0660|Xuemin Shen 0,0735|Tao Jiang 0,0610
8|Richard Pollack 0,0820|Pankaj K. Agarwal 0,0493|Xuemin Shen 0,0723|David J. Evans 0,0612|Chin-Chen Chang 0,0601|Guanrong Chen 0,0586
9|Janos Pach 0,0765|Andrzej Ehrenfeucht 0,0387|Georgios B. Giann  0,0714|David Zhang 0,0612|Guanrong Chen 0,0594|Chin-Chen Chang 0,0519
10|Daniel J. Kleitman 0,0656|Paul M. B. Vitanyi 0,0387|Yan Zhang 0,0695|Georgios B. Giann  0,0523|David Zhang 0,0541 |Elisa Bertino 0,0517
Tabela VI.15 Resultados dos 10 autores com maiores proximidades das componentes gigantes das Redes da DBLP
Proximidade normalizada
Rede | Rede Il Rede llI Rede IV Rede V Rede VI
1|Micha Sharir 2,33E-03|Tao Jiang 1,25E-03 [H. Vincent Poor 2,12E-04|Tao Jiang 1,33E-04|Yan Zhang 1,43E-04|Yan Zhang 6,88E-05
2|Subhash Suri 2,25E-03 |Douglas B. West 1,23E-03|Zhi-Quan Luo 2,06E-04|Ming Li 1,24E-04|Tao Jiang 1,24E-04|Tao Jiang 6,87E-05
3|Boris Aronov 2,25E-03 |Dhruv Mubayi 1,23E-03|Sergio Barbarossa 2,06E-04|Georgios B. Giann 1,18E-04 |Xuemin Shen 1,22E-04|Ming Li 6,81E-05
4|Pankaj K. Agarwal 2,24E-03 |Richard M. Karp 1,23E-03|Jinjun Xiao 2,06E-04|Richard M. Karp  1,17E-04|Witold Pedrycz 1,22E-04|Qian Zhang 6,16E-05
5|Imre Barany 2,22E-03|Zsolt Tuza 1,23E-03|Yingwei Yao 2,06E-04|Noga Alon 1,17E-04|Ming Li 1,22E-04|Witold Pedrycz 6,14E-05
6[Noga Alon 2,20E-03 |Noga Alon 1,21E-03|Hisashi Kobayashi 2,02E-04|Xiaoyan Zhu 1,16E-04|Lei Shu 1,21E-04|Xuemin Shen 6,06E-05
7 |Leonidas J. Guibas 2,12E-03|Ming Li 1,12E-03|Georgios B. Giann 2,01E-04|Rudolf Fleischer ~ 1,16E-04|Lingyang Song 1,19E-04|Yong Zhang 6,04E-05
8|Raimund Seidel 2,11E-03|Vitaly I. Voloshin 1,06E-03|Xuemin Shen 1,97E-04|David Zhang 1,16E-04|Jiming Chen 1,19E-04|David Zhang 5,96E-05
9|Janos Pach 2,11E-03|Daniel P. Fasulo 1,05E-03|Xiaodong Wang 1,95E-04|Xin Chen 1,14E-04|Laurence Tianruo" 1,19E-04|Yang Xiao 5,93E-05
10|Herbert Edelsbrunner 2,10E-03|Edward C. Thayer 1,05E-03|Tao Jiang 1,91E-04|Bin Ma 1,14E-04|Min Chen 1,18E-04|Naixue Xiong 5,89E-05




Tabela VI.16 Resultados dos 10 autores com maiores proximidades das componentes gigantes das Redes da DBLP

Intermediacdo normalizada
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Rede | Rede Il Rede llI Rede IV Rede V Rede VI
1|Noga Alon 3,58E-03|Noga Alon 2,40E-03|Tao Jiang 5,24E-04|Tao Jiang 2,34E-04|Yan Zhang 1,47E-04|Yan Zhang 6,88E-05
2|Micha Sharir 2,38E-03|Tao Jiang 2,16E-03|H. Vincent Poor 4,96E-04|David Zhang 1,66E-04|Ming Li 7,81E-05|Tao Jiang 6,87E-05
3|Emo Welzl 2,07E-03|Ming Li 1,63E-03|Georgios B. Giann 4,86E-04|Ming Li 1,56E-04|H. Vincent Poor 7,22E-05|Ming Li 6,81E-05
4|Grzegorz Rozenberg 2,05E-03|Azriel Rosenfeld 1,11E-03|Xuemin Shen 4,59E-04 |Georgios B. Giann 1,47E-04|Witold Pedrycz 6,88E-05|Noga Alon 6,16E-05
5[Boris Aronov 1,08E-03|Bir Bhanu 1,09E-03 |Hisashi Kobayashi 3,51E-04|Noga Alon 1,40E-04 |Xiaodong Wang 6,21E-05|Witold Pedrycz 6,14E-05
6|Subhash Suri 6,82E-04|Micha Sharir 7,13E-04|Guanrong Chen 2,91E-04|H. Vincent Poor 1,30E-04|Tao Jiang 6,18E-05|Xiaodong Wang 6,06E-05
7|Pankaj K. Agarwal 4,37E-04|Richard M. Karp 4,43E-04 |Zhi-Hong Guan 2,38E-04|Guanrong Chen 1,03E-04|Xuemin Shen 4,78E-05|H. Vincent Poor 6,04E-05
8|Imre Barany 4,28E-04|Douglas B. West 4,41E-04|Noga Alon 2,25E-04|Xiaodong Wang  9,93E-05|Guanrong Chen 3,96E-05|Guanrong Chen 5,96E-05
9|Leonidas J. Guibas 2,01E-04|Dhruv Mubayi 4,24E-04|David J. Evans 1,89E-04|Xiaoyan Zhu 9,44E-05|Chin-Chen Chang  3,77E-05|Xuemin Shen 5,93E-05
10|Raimund Seidel 1,93E-04|Zsolt Tuza 4,18E-04 |Xiaodong Wang  1,82E-04|Witold Pedrycz 9,04E-05|David Zhang 3,38E-05|Chin-Chen Chang  5,89E-05
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Em resultados absolutos, o grau maximo da Rede | era 83, e o0 da Rede VI, 512, sendo
0S menor e maior valores ao se comparar 0s graus maximos de todas as redes. Entretanto,
gquando as medidas s&o normalizadas, os valores da Rede | passam a ser 0s maiores que 0S
das demais redes em quase todos 0s casos. Isso mostra que mesmo que os autores da Rede
VI estejam ligados a mais autores que aqueles da Rede |, os dessa rede possuem mais
conexdes levando-se em consideracao o tamanho da rede que pertencem, ou seja, 0 humero
maximo de outros autores a que poderiam estar conectados.

Quanto a medida de proximidade os autores da Rede | apresentaram 0s maiores
valores absolutos, assim quando foi feita a normalizacdo dos valores, como essa era a menor
rede, entdo continuaram a ser 0s maiores. Nessa rede os autores possuem mais facilidade
para obtencéo de informagfes que nas demais.

Na medida de intermediagdo, as redes | e Il apresentaram o0s maiores valores
absolutos, e ao normalizar a Rede | ficou com os maiores valores comparados aos das demais
redes. Através desse resultado conclui-se que os autores dessa rede sdo mais eficientes no
fluxo de informacdes.

Quanto a verificacdo se as redes da base DBLP seguiam lei de poténcia observou-se
gque as taxas de decaimento da funcdo de cada uma dessas seis redes sdo menores que a
apresentada por ALBERT et al.(1999), figuras VI.18 e VI.19. Além disso, como pode ser

visualizado nessas figuras essas redes nao seguem lei de poténcia.

(a) Rede | : 1965-1994 (b) Rede Il : 1995-2001

100 100

y = 35,874x 104

= 72,756x149
R? = 0,6566 <Y .

* R*=0,7296

10 10

1 10 100 1 10 100 1000

(c) Rede Il : 2002-2007

1000

y = 248,82x1.238
+ R*=0,7356
100 .

10

1 10 100 1000

Figura VI.18 Distribuicdo dos graus da (a) Rede I, (b) Rede I, (c) Rede Il
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(a) Rede IV: 1995-2007 (b) Rede V : 2008-2013
1000 1000
. y=41135x132 © T y=412,92¢0%
. R?=0,757 . R*=0,6763
100 ; 100 * .
10 R 10
1 P, 1 e R
1 10 100 1000 1 10 100 1000

(c) Rede VI : 1965-2013

10000
y = 647,86x° 131

R?=0,7135
1000 .

100

10

1 10 100 1000

Figura VI.19 Distribuicdo dos graus da (a) Rede 1V, (b) Rede V, (c) Rede VI

Para a implementacédo dos algoritmos nas Redes da base DBLP foi realizado o mesmo
processo citado na Secdo VI.2 para as redes de coautoria da literatura. Desse modo, utilizou-
se os algoritmos espectrais através de um cédigo implementado no software OCTAVE, e a
func&o modificada do k-means no Matlab.

Da mesma forma, os algoritmos espectrais com matriz Laplaciana e Laplaciana sem
sinal e o algoritmo k-means foram testados em cada rede com diferentes quantidades k de
clusteres. A qualidade dessas divisbes foi calculada através da modularidade, logo foram
testados diferentes valores de k enquanto o resultado para a modularidade melhorava, ou seja,
o algoritmo conseguia uma melhor particdo, e quando os resultados comecavam a piorar,
parava-se os testes.

A Tabela VI.17 apresenta os valores de k utilizados nas rodadas para a Rede | e os

resultados da modularidade para cada algoritmo.
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Tabela VI.17 Resultados da modularidade para diferentes valores de k na Rede | (1965-1994)

Modularidade
Algoritmo espectral

Rede | Matriz Matriz

(1965 - [Laplaciana sem |Laplaciana com |k-means
1994) sinal (Q) sinal (L)
k=2 0,4108 0,4311 0,4274
k=3 0,5283 0,5865 0,6231
k=4 0,5318 0,6155 0,4580
k=5 0,5348 0,5537 -0,0298
k=7 0,5150 0,5478 -0,0285
k=8 0,5140 0,5335 -0,0241
k=10 0,5064 0,4771 -0,0244
k=15 0,4735 0,4311 0,2784
k=20 0,4796 0,4045 0,2234

Para a Rede I, como pode-se observar na Figura VI.20, o algoritmo k-means para k=3
foi 0 que apresentou o melhor resultado para a modularidade, e com o aumento de k os
resultados referentes ao uso do k-means pioraram bastante chegando a obter modularidade
negativa, o que significa que os ramos gerados ndo apresentavam presenca de mais
comunidades e a divisdo deles originou em clusteres ruins.O algoritmo espectral com uso da
matriz Laplaciana obteve o segundo melhor resultado para k=4, e o melhor resultado obtido
pelo uso da matriz Laplaciana sem sinal obteve um valor de modularidade mais baixo. Nota-se
que mesmo pontos que nao correspondem ao melhor resultado na reta da matriz Laplaciana
foram melhores que a sem sinal, como se comparamos 0s casos em que k=5 e k=7 com o

melhor valor da Laplaciana sem sinal.
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Figura VI.20 Valores da medida modularidade para diferentes quantidades de clusteres em

cada algoritmo na Rede | (1965-1994)

A Tabela VI.18 apresenta os valores de k utilizados nas rodadas para a Rede Il e os

resultados da modularidade para cada algoritmo.

Na Figura VI.21 tem-se os resultados da modularidade para as diferentes quantidades

de clusteres utilizadas em cada algoritmo na Rede Il. O melhor resultado foi obtido pelo uso do

algoritmo espectral com matriz Laplaciana sem sinal com k=10, no entanto, percebe-se que 0s

resultados para esse algoritmo com k=5, 6, 7, 9, 12, 13 e 15, mesmo ndo sendo os melhores

alcancaram modularidade maior que o melhor resultado obtido com o uso do algoritmo

espectral com matriz Laplaciana e algoritmo k-means. Ja o k-means foi o que apresentou

valores mais baixos na medicdo da modularidade.
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Tabela VI.18 Resultados da modularidade para diferentes valores de k na Rede Il (1995-2001)

Modularidade
Algoritmo espectral
Rede II M_altriz M_altriz
(1995-2001) Laplgmana sem LapIgmana com|k-means

sinal (Q) sinal (L)
k=2 0,4959 0,4122 0,4945
k=3 0,6035 0,6157 0,5949
k=4 0,6868 0,6988 0,6292
k=5 0,7357 0,6544 0,6250
k=6 0,7390 0,6726 0,6448
k=7 0,7319 0,6772 0,4961
k=9 0,7223 0,6881 0,5889
k=10 0,7435 0,6767 0,4695
k=12 0,7385 0,6399 0,4472
k=13 0,7354 0,6211 0,4169
k=15 0,7109 0,5981 0,4784
k=27 0,6189 0,5241 0,3873
k=31 0,5962 0,5253 0,4237
k=45 0,5052 0,5024 0,3706

Rede Il (1995-2001)
08 06088 0,7435
0,7
0,6
0,5
0,4
0,3
0,2
0,1
0
k=2 k=3 k=4 k=5 k=6 k=7 k=9 k=10 k=12 k=13 k=15 k=27 k=31 k=45
——Matriz Laplaciana sem sinal (Q) -=Matriz Laplacianacom sinal (L) —+k-means

Figura VI.21 Valores da medida modularidade para diferentes quantidades de clusteres em
cada algoritmo na Rede Il (1995-2001)
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A Tabela VI.19 apresenta os valores de k utilizados nas rodadas para a Rede Il e os

resultados da modularidade para cada algoritmo

Tabela VI.19 Resultados da modularidade para diferentes valores de k na Rede IIl (2002-2007)

Modularidade
Algoritmo espectral
Rede Il Laplal\(/:lie:rrmiezt sem Laplal\gie:;i; com|k-means
(2002-2007)| " ginal (Q) sinal (L)
k=2 0,3250 0,4844 0,4844
k=3 0,5696 0,6473 0,6455
k=4 0,6544 0,6921 0,6710
k=5 0,7256 0,7433 0,6788
k=7 0,7721 0,7868 0,7360
k=8 0,7916 0,8206 0,7355
k=9 0,7973 0,8274 0,6970
k=10 0,8010 0,8344 0,7713
k=11 0,8099 0,8566 0,7326
k=12 0,8094 0,8542 0,5743
k=13 0,8110 0,8554 0,7224
k=14 0,8099 0,8507 0,6402
k=15 0,8079 0,8421 0,7191
k=16 0,8221 0,8400 0,6158
k=18 0,8187 0,8151 0,6683
k=20 0,8108 0,7957 0,6058
k=22 0,8016 0,7730 0,6121
k=26 0,7924 0,7818 0,6082

Na Figura VI.22 os resultados da modularidade para a Rede Il mostra que a matriz
Laplaciana apresentou os melhores resultado, desde as primeiras quantidades de k sua reta
esta acima das demais, apenas em k=2 que seu resultado foi o mesmo que o do k-means e
para k>17 o algoritmo com matriz Laplaciana sem sinal obteve melhores resultados. Entretanto,
a melhor particdo foi encontrada com o uso da matriz Laplaciana para k=11, o melhor resultado

obtido pela matriz Laplaciana sem sinal foi com k=16 e para o k-means, k=10.
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Figura VI.22 Valores da medida modularidade para diferentes quantidades de clusteres em

cada algoritmo na Rede IIl (2002-2007)

A Tabela VI.20 apresenta os valores de k utilizados nas rodadas para a Rede IV e os

resultados da modularidade para cada algoritmo
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Tabela VI.20 Resultados da modularidade para diferentes valores de k na Rede IV (1995-2007)

Modularidade
Algoritmo espectral
Rede IV Mgtriz M_atriz
(1995-2007) Laplqmana sem Lapla}mana com [k-means
sinal (Q) sinal (L)
k=2 0,0055 0,5004 0,4734
k=4 0,2437 0,7333 0,5962
k=5 0,5683 0,7461 0,6726
k=6 0,6397 0,7696 0,7343
k=7 0,7000 0,7990 0,7076
k=9 0,7516 0,8242 0,7762
k=11 0,7985 0,8623 0,7925
k=13 0,8023 0,8710 0,7713
k=15 0,8045 0,8750 0,7277
k=16 0,7830 0,8875 0,7887
k=17 0,7812 0,8896 0,7817
k=18 0,7816 0,8915 0,8147
k=19 0,7996 0,8885 0,7848
k=20 0,7831 0,8678 0,7536
k=22 0,7776 0,8828 0,7374
k=24 0,7827 0,8574 0,6281
k=27 0,7832 0,8422 0,6795

O algoritmo espectral com matriz Laplaciana conseguiu gerar melhores particdes para a
Rede IV conforme pode ser observado na Figura VI.23, chegando ao melhor resultado quando
k=17. Os resultados do algoritmo com matriz Laplaciana sem sinal foram melhorando com o
aumento de k, chegando a ultrapassar o k-means em alguns momentos, porém o melhor

resultado do k-means para k=18 foi mais alto que o da matriz Laplaciana sem sinal com k=15.
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Figura VI.23 Valores da medida modularidade para diferentes quantidades de clusteres em

cada algoritmo na Rede IV (1995-2007)
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A Tabela VI.21 apresenta os valores de k utilizados nas rodadas para a Rede V e os

resultados da modularidade para cada algoritmo
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Tabela VI.21 Resultados da modularidade para diferentes valores de k na Rede V (2008-2013)

Modularidade
Algoritmo espectral
Rede V Laplal\giggrr:; sem Laplal\(/l:?atg; com (k-means
(2008-2013) ™ “ginal () sinal (L)
k=2 0,2124 0,0392 0,3492
k=3 0,4268 0,1327 0,4479
k=5 0,7130 0,6112 0,6799
k=7 0,7497 0,7531 0,6227
k=10 0,7863 0,8157 0,7523
k=11 0,7834 0,8208 0,6284
k=12 0,7836 0,8268 0,6295
k=13 0,7898 0,8288 0,6297
k=14 0,7935 0,7969
k=15 0,7937 0,8302 0,6491
k=17 0,7906 0,8272 0,6644
k=18 0,7907 0,8245 0,5696
k=20 0,8014 0,8250 0,6989
k=21 0,8015 0,8254 0,6400
k=22 0,8019 0,5897
k=23 0,8011 0,8266 0,6051
k=25 0,8005 0,8243 0,5493
k=27 0,7991 0,8191 0,5185
k=30 0,7970 0,8169 0,5724

O uso da matriz Laplaciana também gerou o melhor resultado de modularidade na Rede
V como pode ser visto na Figura VI.24, esse resultado foi obtido para k=15. Para k<7 os
melhores valores de modularidade intercalaram entre o uso da matriz Laplaciana sem sinal e o
k-means, j& a partir de k=7 a matriz Laplaciana sem sinal obteve os melhores valores. O
algoritmo espectral com matriz Laplaciana sem sinal atingiu seu melhor resultado para k=22 e 0

k-means para k=14.
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Figura VI.24 Valores da medida modularidade para diferentes quantidades de clusteres em
cada algoritmo na Rede V (2008-2013)

A Tabela VI.22 apresenta os valores de k utilizados nas rodadas para a Rede VI e os
resultados da modularidade para cada algoritmo.

A Figura VI1.25 apresenta os resultados referentes a Rede VI. Nota-se que os algoritmos
espectrais apresentaram comportamentos semelhantes, com o valor da modularidade
crescendo até k=15 e depois o crescimento e queda foram pequenos quando se aumentava o
namero de clusteres. Novamente, o algoritmo espectral com a matriz Laplaciana foi o que
apresentou o melhor resultado, chegando a 0,865 para k=22, o algoritmo espectral com matriz
Laplaciana sem sinal obteve uma modularidade de 0,8039 para k=30, e 0 k-means, 0,7087

para k=15.



Tabela VI.22 Resultados da modularidade para diferentes valores de k na Rede VI (1965-2013)

Modularidade
Algoritmo espectral
Rede VI Laplal\giaatrr\l; sem Laplal\:l:ia:g; com|k-means
(1965-2013)] " ginal () sinal (L)
k=2 0,1635 0,2292 0,4428
k=3 0,3158 0,5699 0,3489
k=4 0,5156 0,5990 0,4588
k=5 0,6703 0,6591 0,4936
k=6 0,7126 0,6945 0,4394
k=7 0,7313 0,7430 0,5900
k=8 0,7504 0,7677 0,6466
k=10 0,7774 0,8093 0,6736
k=11 0,7826 0,8200 0,6861
k=12 0,7854 0,8276 0,6680
k=13 0,7890 0,8477 0,6502
k=14 0,7914 0,8548 0,6922
k=15 0,7890 0,8612 0,7087
k=16 0,7915 0,8622 0,5484
k=17 0,7987 0,8637 0,5593
k=18 0,7987 0,8639 0,5744
k=20 0,8003 0,8638 0,5685
k=22 0,7960 0,8650 0,5313
k=25 0,7985 0,8644 0,5300
k=27 0,7993 0,8615 0,5516
k=30 0,8039 0,8444 0,5459
k=32 0,7955 0,8451 0,5596
k=35 0,7869 0,8417 0,5257
k=39 0,7844 0,8245 0,5119
k=40 0,7766 0,8231 0,5360
k=42 0,7764 0,8241 0,5103
k=45 0,7706 0,8134 0,5216
k=47 0,7643 0,8102 0,5164
k=50 0,7629 0,7996 0,5051
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Figura VI.25 Valores da medida modularidade para diferentes quantidades de clusteres em
cada algoritmo na Rede VI (1965-2013)

Através dos resultados apresentados nas figuras nota-se que para todas as redes,
exceto a Rede I, os melhores resultados de modularidade obtiveram todos Q>0,7 indicando
bons resultados de particbes encontradas. Observa-se também que novamente o uso de vetor
de Fiedler como vetor de corte para agrupamento apresentou bons resultados para a maioria
dessas redes em comparagdo com os demais métodos testados. Entretanto, € bem notavel,
que apesar de a matriz Laplaciana ter apresentado os melhores resultados na maioria das
vezes, 0s resultados da matriz Laplaciana sem sinal estiveram bem préximos daqueles.

Nota-se também que mesmo os algoritmos que nao apresentaram 0s melhores
resultados, na maioria das vezes, conseguiram resultados de modularidade considerados bons
(acima de 0,7), o que significa bons resultados de modularidade. O k-means nas melhores
particbes encontradas por ele em cada rede obteve Q>0,7 em quatro das seis redes
analisadas; o algoritmo Laplaciano sem sinal espectral, em cinco dessas seis redes; e 0
algoritmo Laplaciano espectral em quatro das seis redes, sendo essas quatro as redes em que
tal algoritmo apresentou os melhores resultados dentre todos. E mesmo para os resultados que
ndo eram as melhores particbes de cada algoritmo muitas vezes as particbes encontradas
também conseguiram valores de modularidade acima de 0,7, indicando um bom desempenho,
principalmente para os algoritmos espectrais

Um dos objetivos em se identificar agrupamentos em redes de coautoria € para que
seja possivel a analise da formacédo de grupos de pesquisa entre 0s autores, a importancia de

certos autores na formacdo dessas particbes e as linhas de pesquisa desses grupos. Como
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para algumas redes o melhor resultado gerou um numero grande de clusteres, optou-se por
analisar apenas a maior particdo do algoritmo que obteve o melhor resultado para cada rede.
Com isso, foram feitas analises relacionadas a centralidade dos autores dentro dessa particdo
e as linhas de pesquisa deles.

A Figura V1.26 apresenta a Rede | dividida em trés particbes geradas pelo algoritmo k-
means. Nota-se o numero de ligacdes dentro dos clusteres é bem maior que entre os clusteres,
sendo que os autores presentes na particdo (3) nem se comunicam com o0s da particdo (2),
assim os vértices da particdo (1) fazem essa ponte de transmissdo de informacdes entre eles.

Percebe-se também que apenas um vértice € responsavel pela comunicacéo entre as particdes

1) e (2).

Figura VI.26 Particbes geradas pelo algoritmo k-means para a Rede |
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Figura VI.27 Resultado da maior particdo encontrada para a Rede |

A Figura VI.27 apresenta a maior particdo entre as trés encontradas pelo algoritmo e
possui 80 autores. Através dessa figura verifica-se que o vértice 48 € o que possui mais
ligagbes com outros vértices nessa particdo, ao analisar a centralidade desses autores,
observou-se que 0 48 esté ligado a todos os demais na particdo, sendo assim o mais central,
com grau igual a 79, proximidade igual a 1 e intermediacdo igual a 0,9689. Esse vértice
corresponde ao autor Noga Alon. Outros autores que também apresentaram o0s maiores
valores de centralidade foram Daniel J. Kleitman, Paul D. Seymour e Roy Meshulam.
Entretanto os valores de centralidade desses estdo bem abaixo dos de Noga Alon. Daniel J.
Kleitman, por exemplo, que ocupa a segunda posi¢cao obteve grau igual a 11, proximidade igual
a 0,5374 e intermediacao igual a 0,00514.

De acordo com as informacgdes da base DBLP, Noga Alon possui 354 artigos publicados
em periédicos de 1983 a 2013, sendo 101 deles (aproximadamente 29%) no intervalo de 1983
a 1994, pois o autor ndo possui trabalhos antes desse periodo. Dentre aqueles 101 artigos
produzidos por Noga Alon no periodo representado pela Rede |, em 7 artigos o autor Daniel J.
Kleitman também estava presente; 6, Paul D. Seymour; e 2, Roy Meshulam.

Os campos de interesse do autor sdo: Combinatéria, Teoria dos Grafos e suas
aplicacdes a Ciéncia da Computacdo Teorica; Algoritmos combinatorios e complexidade do
circuito; Geometria combinatéria e teoria dos nimeros combinatdrios; Algebra e métodos
probabilisticos em Combinatoéria. Segundo o indice de citagbes do Google, o autor possui um
total de 29516 citagcbes, sendo que 12800 delas (mais de 40%) ocorreram nos ultimos cinco

anos.



94

Noga Alon ja publicou com 389 autores, 0s coautores que j& publicaram mais artigos
com ele foram: Michael Krivelevich, Benny Sudakov, Raphael Yuster, Asaf Shapira.
A Figura VI.28 apresenta as particbes resultantes do emprego do algoritmo espectral

com matriz Laplaciana sem sinal para k=10, cujo resultado apresentou a melhor modularidade.

Figura VI.28 ParticBes geradas pelo algoritmo espectral com matriz Laplaciana sem sinal para
a Rede Il

Figura VI.29 Resultado da maior particdo encontrada para a Rede Il

A particdo da Figura VI.29 possui 57 autores e novamente ha um autor mais central

ligado a todos os demais e, como na particdo da Rede |, esse autor também é Noga Alon. No
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periodo de 1995 a 2001, ele publicou 88 artigos em periddicos. O grau desse autor na particdo
da figura é igual a 58, proximidade igual a 1 e intermediacdo igual a 0,9844. Os autores que
ficaram em segundo lugar, apresentando os mesmos valores para as trés medidas de
centralidade analisadas foram: Janos Korner e Joel Spencer, ambos apresentaram grau igual a
3, proximidade igual a 0,5138 e intermediagdo igual a 0,000325. Os demais autores
apresentaram valor de intermediagcdo igual a zero. Janos Kdrner publicou dois artigos em
coautoria com Noga Alon nesse periodo, e Joel Spencer publicou 2 com Noga Alon.

A Figura VI.30 apresenta as 11 partices geradas pelo algoritmo espectral com matriz
Laplaciana, sendo essas particdes correspondentes ao melhor resultado de modularidade para

a Rede lll. A maior particdo da rede é composta por 161 vértices, o que corresponde a,

aproximadamente, 14,71% dos autores da rede.

Figura VI.30 Particbes geradas pelo algoritmo espectral com matriz Laplaciana para a Rede Il
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Figura VI.31 Resultado da maior particdo encontrada para a Rede Il

O autor mais central dessa maior particdo, como pode-se verificar na Figura VI1.31, é o
autor 26 que corresponde a Guanrong Chen, ele possui grau igual a 159, proximidade igual a
0,9939 e intermediacgédo igual a 0,9781. Outros autores que apresentaram as maiores medidas
de centralidade foram: Shujun Li (grau=12, proximidade=0,5178, intermediacdo=0,0013),
Chengging Li (grau=9, proximidade=0,5128, intermedia¢cdo=0,00042), Jinhu Lu (grau=8,
proximidade=0,5112, intermediacdo= 0,0007075), Xiaofeng Liao (grau=8, proximidade=0,5128,
intermediacéo=0,01301), Xinghuo Yu (grau=8, proximidade=0,5112, intermediacd0=0,000629).

Guanrong Chen possui 277 artigos publicados em periédicos até o ano de 2013, sendo
que 135 (48,74%) foram publicados entre 2002 e 2007, periodo representado na Rede Il
Segundo o indice de citacdes do Google, o total de citacdes desse autor € igual a 54536, e
33454 (61,34%) sao citacbes referentes aos ultimos 5 anos. Guanrong Chen ja publicou artigos
com 325 coautores diferentes. Desses, Jinhu Lu, Wenwu Yu, Shujun Li, Chengging Li sdo os
que mais publicaram com ele. Os principais campos de estudo de Chen s&o: Dinamica nao-

linear, Redes complexas, a Teoria de sistemas de controle e Engenharia.
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Figura VI.32 Particbes geradas pelo algoritmo espectral com matriz Laplaciana para a Rede IV

A Figura VI.32 apresenta as 17 particdes geradas pelo algoritmo espectral com matriz
Laplaciana para k=17. O maior grupo possui 179 autores e pode ser melhor visualizado na
Figura VI.33.

Os autores mais centrais nessa particdo sdo: 49: Georgios B. Giannakis (grau=98,
proximidade=0,5282, intermediacd0=0,6437), 54: H. Vincent Poor (grau=87,
proximidade=0,5100, intermediacd0=0,6694), 130: Sergio Barbarossa  (grau=12,
proximidade=0,5174, intermediacdo=0,1652), 179: Zhi-Quan Luo (grau=9, proximidade=0,513,
intermediag&o= 0,1187).

Georgios B. Giannakis publicou 304 artigos em periddicos até o ano de 2013, sendo
gue 192 foram no periodo de 1995 a 2007 representado pela Rede IV. Um total de 150 autores
ja publicaram com esse autor, sendo Shengli Zhou, Xiaoli Ma, Xiaodong Cai, Alejandro Ribeiro,
Seung-Jun Kim e Gonzalo Mateos 0s que mais publicaram artigos em coautoria com ele.
Georgios B. Giannakis possui um total de 42606 cita¢des, segundo o Google, das quais 20595
(48,34%) sao referentes aos ultimos 5 anos. Os topicos de pesquisa atuais do autor Georgios
B. Giannakis séo: Dispersdo em sinais e sistemas, Aprendizagem Big Data, Radios cognitivos
sem fio, Energia renovavel, Power grid, Redes Sociais e Regulacdo de gene.

H. Vincent Poor publicou 406 artigos em periodicos até o ano de 2013, e 120 no periodo
representado pela Rede IV. Um total de 104 autores j& publicaram com esse autor, sendo
Shlomo Shamai, Sanjeev R. Kulkarni, Yingbin Liang, Lifeng Lai e Sergio Verdu, os principais
coautores. A principais areas de estudo de H. Vincent Poor sdo: Seguranga, Computacao e

Redes, Ciéncias da Informacgéo e Sistemas.
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Figura VI.33 Resultado da maior particdo encontrada para a Rede IV
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Figura VI1.34 ParticBes geradas pelo algoritmo espectral com matriz Laplaciana para a Rede V

A Figura VI.34 mostra as 15 particdes encontradas pela aplicacdo do algoritmo

espectral com matriz Laplaciana na Rede V. Na Figura VI.35 tem-se a maior particdo com 292

autores.
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Figura VI.35 Resultado da maior particdo encontrada para a Rede V

O autor mais central da particdo da Figura VI.35 é o 246: Yan Zhang (grau=289,
proximidade=0,9864, intermediacdo=0,9819). Outros autores que também apresentaram
valores mais altos para as medidas de centralidade foram: Naixue Xiong (grau=23,
proximidade=0,5169, intermediacdo=0,006063), Laurence Tianruo Yang (grau=17,
proximidade=0,5114, intermediacdo=0,00498), Athanasios V. Vasilakos (grau=14,
proximidade= 0,5087, intermediacdo=0,004645).

Yan Zhang publicou 282 artigos em periddicos até o ano de 2013 e 221 (78,34%) no
periodo de 2008 a 2013, referente a Rede V. Esse autor ja publicou com 1137 autores, sendo
que 0s que mais publicaram artigos em coautoria com ele foram: Rong Yu, Hsiao-Hwa Chen,
Shengli Xie, Laurence T. Yang e Lingyang Song.

O melhor resultado de particbes encontrado para a Rede VI foi com 22 clusteres
utilizando o algoritmo espectral com matriz Laplaciana, essa divisdo pode ser visualizada na
Figura VI.36.
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Figura VI.37 Resultado da maior particdo encontrada para a Rede VI

A Figura VI.37 apresenta a maior particdo da divisdo, a qual contém 401 autores. O
autor mais central nessa particdo €é Ming Li (grau=391, proximidade=0,9732,
intermediacéo=0,9829). Outros autores mais centrais sdo: Yu Shyr (grau=21,
proximidade=0,5063, intermediacd0=0,0004678), Yan Wu (grau=18, proximidade=0,5044,
intermediacéo=0,0004367), Yong Qi (grau=6, proximidade=0,4988, intermediacd0=0,01492).

O autor Ming Li publicou 293 artigos em periddicos até 2013, compreendendo o periodo
da Rede VI (1965-2013). O numero de autores com 0s quais Ming Li ja publicou conjuntamente

é igual a 919, sendo Paul M. B. Vitanyi, Tao Jiang, Bin Ma e Yan Wu os principais. Os projetos
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de pesquisa recentes do autor estdo relacionados a : Previsdo da estrutura de proteinas,
Consulta e resposta do motor de busca e Reconhecimento de imagem celular.

Como se pode perceber a maioria dos principais autores que fazem parte da maior
particdo das seis redes DBLP estdo presentes nas Tabelas VI.14, VI.15 e VI.16, ou seja, fazem
parte do grupo dos 10 autores mais centrais nessas redes. Alguns presentes nessas Tabelas e
gue ndo estdo nessas maiores particbes devem estar presentes como principais em outras
partices ndo analisadas, visto que é esperado gque 0s autores mais centrais na rede completa
também devem aparecer como mais centrais nas partices em que fazem parte.

Através das analises dessas particbes verificou-se também as diferentes areas de
pesquisa desses autores que inclui desde Teoria dos Grafos, Redes Sociais a pesquisas nas
areas de Biologia, como Previsdo da estrutura de proteinas e Reconhecimento de imagem
celular. Essas anadlises sdo importantes por auxiliarem a detectar as areas que estdo sendo
mais pesquisadas em ciéncias da computacdo, visto que como esses autores principais
demonstraram ter uma importancia para a rede como um todo, suas pesquisas também

contribuem para avangos da area.
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Capitulo VII - Conclusdes

Este trabalho buscou fazer um estudo sobre agrupamentos em redes sociais de
coautoria utilizando algoritmos espectrais, com as matrizes Laplaciana e Laplaciana sem sinal,
com o objetivo de verificar a qualidade dos resultados gerados para a clusterizacdo dos autores
em tais redes. Esses resultados foram comparados com os alcancados pelo algoritmo k-
means. A medida de qualidade utilizada para avaliar as particbes foi a modularidade.

Para isso foi feito um levantamento tedrico sobre o assunto e uma fase de teste em cem
redes geradas aleatoriamente, nas quais foram aplicados os algoritmos espectrais e um
modelo de programacdo linear inteira que buscava otimizar a similaridade dentro dos clusteres
formados. Essa fase de testes realizada em redes com numero de vértices que variavam de 20
a 80, aproximadamente, apresentou melhores resultados para o uso do modelo de PL. Porém,
com o aumento do nimero de vértices nas redes, esse modelo passava a ter um custo
computacional muito elevado, sendo que, dependendo das especificacbes do computador
devido ao grande numero de restricbes do modelo, ndo era sequer possivel gerar os
resultados.

Dessa forma, foram escolhidas nove redes de coautoria para aplicagdo dos algoritmos
espectrais e k-means, trés ja utilizadas em outros trabalhos na literatura e seis retiradas de
uma busca na base de dados de ciéncias da computacdo chamada DBLP. As componentes
gigantes dessas redes possuem tamanhos bem diferentes, a menor tem 184 vértices e a maior,
5065. Foram feitas também analises quanto as propriedades e estrutura das redes. Para
comparacgao dos resultados de agrupamentos foi escolhida a modularidade, pois essa medida
€ baseada na coeséo dentro dos clusteres e é eficiente na avaliagdo da formacdo de grupos
nas redes.

Através dos resultados e das analises feitas, concluiu-se que o uso do algoritmo
espectral com matriz Laplaciana obteve melhor desempenho dentre os trés algoritmos,
conseguindo melhores resultados em sete das nove redes analisadas. O uso do algoritmo com
matriz Laplaciana, como pode ser visualizado nas figuras dos resultados conseguiu, na maioria
das vezes, os melhores resultados dentre os algoritmos, mesmo nas demais quantidades de
clusteres que ndo eram a melhor. Deve-se considerar, entretanto, que, na maioria das vezes, a
matriz Laplaciana sem sinal conseguiu resultados bem préximos aos da Laplaciana. E, além
disso, tanto o algoritmo Laplaciano sem sinal espectral quanto o k-means mesmo nhéo tendo
alcancado os melhores resultados na maioria das redes, muitas vezes conseguiram obter
particbes com modularidade Q>0,7, valor este que indica um bom desempenho na
clusterizacao realizada por tais algoritmos.

Portanto, essa dissertacdo buscou analisar e validar o uso das técnicas utilizadas em

redes de coautoria verificando-se os resultados de partices obtidos, e concluiu-se que 0 uso
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da matriz Laplaciana foi mais eficiente que os outros dois algoritmos, demonstrando melhor

performance quando analisada a qualidade dos agrupamentos.

VII.1 Melhorias e Trabalhos Futuros

As melhorias propostas para pesquisas futuras estdo relacionadas a um
aprofundamento das analises realizadas nas particdes. Nesse trabalho foram analisados
apenas os principais autores das maiores particdes encontradas e as analises foram feitas com
enfoque na centralidade deles e nas linhas de pesquisa. Contudo, podem ser feitas analises
das demais particdes e das ligacdes existentes entre 0s grupos, quais autores estao ligados a
outras particdes e se participam de diferentes grupos de pesquisa.

Como trabalhos futuros serdo enumeradas duas tarefas. Uma delas é a utilizacdo das
matrizes Laplacianas a partir da matriz de distancias do grafo para verificagdo de possiveis
melhorias nos resultados. Essa modificagdo no uso das matrizes Laplacianas pode ser vista
em AOUCHICHE e HANSEN (2013). Outra esta relacionada a construcdo de um workflow
contendo todas as etapas de geragdo dos resultados, como o uso dos diferentes algoritmos,
escolhas das quantidades de clusteres, célculo da modularidade, etc. Esse workflow ajuda no
entendimento de todo o processo para construcdo do trabalho e em implementacdes futuras
em outras redes, além disso, ele indica a utilizacao de e-Science na constru¢do do trabalho.
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